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RESUMO

MORAES, C.R.A. Deteccao de falhas em circuitos eletronicos através de
Comité de classificadores de classe Unica utilizando técnicas de reducao de
dimensao e representacdes de dissimilaridade. 2017. 232f. Dissertacao
(Mestrado em Engenharia Eletrénica) i Faculdade de Engenharia,
Universidade do Estado do Rio de Janeiro, Rio de Janeiro, 2017.

Esta dissertacéo apresenta um modelo de deteccao de falhas em circuitos
analdgicos e mistos, realizada a partir de classificadores de classe Unica, além
da representacao dos dados de entrada por métodos de extracao de assinaturas,
reducdo de dimenséao e dissimilaridade. A andlise sera realizada com diferentes
medidas de qualidade com a proposta de verificar qual o melhor modelo para
diferentes aplicagdes.

Palavras-chave: Aprendizado de maquinas; Classe Unica; Reducdo de
dimenséo; Dissimilaridade; Extracdo de atributos; Representacdo de dados;

Classificacao.



ABSTRACT

MORAES, C.R.A. Electronic circuit fault detection using one-class classifiers
commitee with dimension reduction and dissimilarity representation. 2017. 232f.
Dissertacao (Mestrado em Engenharia Eletronica) i Faculdade de Engenharia,
Universidade do Estado do Rio de Janeiro, Rio de Janeiro, 2017.

This work presents an analog and mixed circuits fault detection model,
performed by one-class classifiers, as well as data representation by methods of
signature extraction, dimension reduction and dissimilarity. This analysis will be
performed with different quality metrics in order to verify the best model for
different applications.

Keywords: Machine learning; One class classifier; Dimension reduction;

Dissimilarity; Attribute extraction; Data representation; Classification.
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INTRODUCAO

Desenvolver estratégias de teste para detec¢éo e diagnéstico de falhas
em circuitos analdgicos e mistos € uma tarefa bastante desafiadora, que tem
encorajado diversas pesquisas, devido ao aumento do numero de aplicacdes
onde estes circuitos séo utilizados e seu alto custo de verificagdo. Muitas
areas, como as de telecomunica¢fes, multimidia e biomédica demandam um
bom desempenho para aplicacdes em circuitos de alta frequéncia, baixo ruido
e baixa poténcia de operacao, que somente podem ser alcancados atravées de
circuitos integrados analdgicos e de sinais mistos. Portanto, obter uma
estratégia para detectar e diagnosticar falhas nesses circuitos é muito
importante (ALBUSTANI, H., 2004). Anteriormente, um circuito integrado era
apenas mais um dos componentes de um sistema; no entanto, agora o proprio
circuito integrado é o sistema inteiro (Soc. i System on a chip). Neste nivel de
integracdo, aumentaram-se as dificuldades de se realizar o diagndstico de tais
circuitos, dentre as quais destacam-se: a falta de bons modelos de falhas, falta
de um padrao de teste e 0 aumento da importancia das falhas variantes no
tempo. Além disso, também sdo aspectos relevantes: a dificuldade em
distinguir falhas a partir de um Unico sinal de saida, a determinacéo de classes
de defeitos a partir de seus componentes, a dificuldade de se trabalhar com
falhas catastrdficas, a influéncia da sensibilidade do componente na resposta
de diagndstico do circuito e a atual restricdo de diagnostico para apenas
circuitos com resposta de frequéncia bem definida. Com isso, a estratégia de
testes para deteccdo e diagnostico de falhas ainda € severamente
dependente de mao-de-obra qualificada e que compreenda as caracteristicas
do circuito, o que faz da deteccdo e a identificacdo de falhas ainda um
processo interativo, custoso e que consome bastante tempo. Um estudo na
area de deteccédo e diagndéstico (FENTON, ET. AL., 2001) mostrou que, nas
Gltimas décadas, uma boa quantidade de pesquisa em diagndsticos de falhas
tem sido direcionada ao desenvolvimento de técnicas que facilitem o
diagndéstico que, embora importantes progressos tenham sido obtidos, essas
novas tecnologias néo tém sido amplamente aceitas. Dessa forma, tém sido
conduzidas pesquisas a fim de investigar novos paradigmas e elaborar novos

métodos de diagndstico.
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Atualmente, técnicas de inteligéncia computacional tém sido
amplamente usadas em diagnostico de falhas. Baseadas na construcao de
modelos ou uso de classificadores, estas técnicas tém seu desempenho
afetado pela total dependéncia da qualidade do modelo utilizado, que torna-
se mais dificil de ser obtido com precisdo conforme aumenta a sua
complexidade. Por outro lado, os classificadores, buscam comportamentos
especificos de falhas, onde somente casos restritos apresentam tal
comportamento de falha. As falhas ocorridas apresentam na maioria dos
casos comportamentos superpostos, o que dificulta uma correta classificacao.
Além disso, classificadores multiclasse ficam vulneraveis ao analisar padrées
de falha ndo apresentados durante o treinamento. Outro grande problema na
deteccdo de falhas € a classificacdo com um grande numero de entradas,
pois, normalmente, a deteccéo é realizada pela andlise da resposta do circuito
no tempo, que é um modelo complexo de dados, aumentando a complexidade
do classificador e interferindo em sua eficiéncia.

A fim de tornar possivel trabalhar com falhas ndo previstas no
treinamento, classificadores de classe unica (TAX, D.M., 2001) podem ser
treinados para resolver problemas de classificacao binaria, onde apenas uma
das classes é bem conhecida, a partir da organizacdo de um comité de
classificadores.

Acerca da superposicdo, uma alternativa seria a observacao do circuito
em Varios pontos de saida. Dessa forma, embora ocorresse a superposicao
dos sinais de saida do circuito para falhas distintas, as informagdes adicionais
da observacao dos outros pontos ajudariam a evitar a superposicado. O custo
disso seria 0 aumento do numero de entradas do classificador. Neste caso,
técnicas de representacao dos dados podem ser utilizadas a partir de extracao
de atributos e reducéo de dimenséo.

Métodos de extracdo de assinaturas e reducdo de dimensdo sao
utilizados para lidar com o problema gerado pelo grande niumero de entradas
em sistemas muito complexos de aquisi¢cdo e analise de dados. Embora suas
finalidades sejam iguais, operam distintamente: na extragdo de assinaturas
busca-se obter um novo conjunto de entradas a partir de alguma informacéo
comum a todas as entradas originais. Por exemplo, podemos gerar este novo

conjunto de entradas a partir de momentos invariantes do sinal, como a média
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e o0 desvio padrao do sinal original. Ja na reducéo de dimenséo, o objetivo é
observar os dados em um espaco diferente do original, com dimensionalidade
reduzida, capaz de modelar satisfatoriamente as entradas originais do
sistema. Por sua vez, a dissimilaridade € o método mais recente para a
representacdo de dados, onde é realizada a troca dos atributos originais por
novos atributos que potencializem a diferenciacdo entre cada elemento de
cada classe.

Os métodos mais utilizados de pré-processamento sdo o PAA
(Piecewise Aggregate Approximation) (KEOGH, E., PAZZANI, M., 2000), o
APCA (Adaptive Piecewise Constant Approximation) (KEOGH, E., ET. AL.,
2001), a Transformada de Fourier e as transformadas Wavelet
(SPYRONASIOS, A.D., ET. AL., 2011). Quanto aos métodos de reducéo de
dimenséo, s&o bastante utilizados: PCA/KPCA (Principal Component
Analysis), LDA (Linear Discriminant Analysis) (XIAO, Y., FENG, L., 2012),
Preservacéo de Projecdes de Localidade (LPP) e autoespaco do Laplaciano
(Laplacian Eigenmaps).

Neste trabalho, serdo desenvolvidos e estudados varios métodos para
deteccdo de falhas em circuitos analégicos e mistos em geral, baseados em
comités de classificadores de classe unica (CCUs). Em (LOMBARDI, A.,
2011), a resposta ao impulso do circuito pré-processada com o método de
aproximacéo agregada por partes (PAA) é utilizada como entrada em um
comité de classe Unica na deteccdo. Neste trabalho, sera utilizado o mesmo
método para a extracdo de assinaturas. Além disso, métodos de reducédo de
dimenséo e de dissimilaridade serdo estudados, utilizando as técnicas de
Andlise Discriminante Linear (LDA), Analise de Componentes Principais
(PCA) e Preservacédo de ProjecOes de Localidade (LPP) para a reducéo de
dimenséao e também combinando os métodos de extracdo de assinaturas e de
reducado de dimenséo. Técnicas de representacédo em dissimilaridade também
seréo utilizadas, buscando uma melhor discriminacdo entre os elementos de
cada respectiva classe através de dois métodos distintos de representacao
por dissimilaridade: a dissimilaridade euclidiana que € a técnica convencional
deste método e em uma nova forma de medic&o desenvolvida neste trabalho,
chamada dissimilaridade l6gica. Para avaliagdo do circuito, um sinal

pseudoaleatdrio serd utilizado como entrada do circuito, a fim de excita-lo em
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um amplo espectro de frequéncia na deteccdo. Além disso, sera extraida a
resposta de cada circuito em varios pontos de sua topologia e realizada a
juncao entre cada sinal de resposta, gerando assim uma resposta combinada
do circuito, a fim de se resolver o problema da semelhanca entre dados de
diferentes classes, causa da sobreposicao de classes na deteccéo de falhas
nos circuitos. Os circuitos avaliados neste trabalho séo: o filtro passa-banda
Sallen-Key, o Filtro Universal (CTSV), o Filtro Ativo Passa-alta de 42 Ordem

(Biguad) e o Retificador ndo-linear.
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1. DESAFIOS NA DETECCAO E DIAGNOSTICO

O diagnéstico de falhas constitui-se em um grande desafio frente a
crescente complexidade dos circuitos analégicos e de sinais mistos. Em
primeiro lugar, os circuitos analdgicos ndo possuem um padrao de saida pré-
determinado como em circuitos digitais, havendo para cada circuito
caracteristicas préprias de sinais, operacdes e restricdes. Isto explica o
pequeno numero de modelos de falhas para estes tipos de circuitos, ao
contrario que ocorre nos circuitos digitais. O segundo ponto € que,
dependendo do tipo de deteccao realizado, h& dificuldade de se acessar o
atributo desejado sem alterar as caracteristicas do circuito. Por exemplo,
existe uma dificuldade de medir correntes sem alterar as conexdes originais
do circuito (BANDLER, J. W., SALAMA, A. E.,1985). Outra razdo para esta
dificuldade est4 no fato de que um circuito analdgico tem seus parametros
definidos a partir dos componentes nele utilizados. Dessa forma, o nimero de
combinacBes de falhas, ou de comportamentos normais pode ser muito
grande, o que torna o uso de métodos deterministicos pouco eficazes.

Além disso, os circuitos analdgicos podem apresentar efeitos nao
lineares e aleatdrios, como ruidos, cujos valores dos parametros podem sofrer
grandes variacdes e gerar comportamento imprevisivel. Isto faz com que os
métodos deterministicos sejam ineficientes nestes casos (SLAMANI, M.,
KAMINSKA, B. 1992). Aléem disso, a distribuicdo estatistica das falhas
normalmente ndo € conhecida com precisao suficiente, o que dificulta o uso
de métodos probabilisticos. Outro desafio é a utilizacdo dos equipamentos de
teste automético (ATE i Automatic Test Equipment) para a detec¢do, devido
a complexidade de alguns circuitos analdgicos e mistos e o grande volume de
dados que deve ser armazenado no equipamento de testes para abranger
todas as classes de falhas para o circuito. Os mesmos problemas de grande
demanda computacional e de dados sdo observados para o método de
dicionario de falhas, que exige um grande poder computacional para a
abrangéncia de todas as classes de falhas (FANNI ET AL., 1999), mesmo
considerando o grande avanco tecnologico da computacao.

Nas ultimas décadas, a pesquisa na area de diagnostico de falhas

concentrou-se em desenvolver ferramentas que simplifiquem o processo de
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diagnoéstico (FENTON, ET. AL., 2001). As principais ferramentas utilizadas
tém sido métodos de inteligéncia computacional para o diagnéstico. Mesmo
tendo ocorrido progressos significativos, estas novas tecnologias ainda nao
sdo amplamente aceitas. Tais técnicas sdo normalmente baseadas na
utilizacdo de classificadores para a distincdo entre as falhas, ao extrair
atributos dos sinais de tensdo e corrente do circuito quando submetido a
alguma condicéo especifica. Na sequéncia, submete-se o classificador a um
treinamento e, avalia-se 0 desempenho da classificacdo na deteccdo das
falhas no circuito. Entretanto, esta abordagem exige que as classes de falha
sejam cuidadosamente escolhidas (CZAJA, Z., 2008). Uma escolha incorreta
fard com que o classificador multiclasse tenha um desempenho ruim por ndo
ser capaz de indicar as falhas corretamente (LOMBARDI, A., 2011). Além
disso, este tipo de classificador s6 é capaz de indicar classes de falha para as
quais ele tenha sido treinado, caso contrario é necessario que se efetue o
treinamento da classe desconhecida antes da andlise para ndo haver a

classificacdo incorreta da falha.

1.1. Conceito Bésico

O termo falha é citado em trabalhos de diversas areas. Em (WEBER,
T.S., 2002) é chamada de falha a causa fisica de um erro, que precede a
existéncia do defeito, que é o estado de desvio de especificacdo de um
componente ou sistema, no caso da computacgéao.

Para o caso deste trabalho, definimos falha como o comportamento
anormal ou o defeito em um componente, sistema ou dispositivo que, pode
levar a um mau funcionamento. Ou seja, a falha é a diminui¢éo parcial ou total
da capacidade de um sistema de desempenhar a funcdo para o qual é
projetado, por um certo periodo de tempo ou permanentemente (LOMBARDI,

A., 2011).
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1.2.Tipos de Falhas e suas Caracteristicas

Os tipos de falhas que um circuito pode apresentar sdo bastante
abrangentes. As falhas podem ser determinadas pelo seu tipo de desvio, por
sua duracao, pela quantidade de dispositivos a apresentar falha ao mesmo
tempo, a sua observabilidade e a sua distin¢ao.

Quanto ao grau de desvio, uma falha é dita paramétrica quando a sua
ocorréncia esta relacionada a um desvio do parametro no tempo, néo
alterando a topologia do circuito. Quando a falha possui um desvio extremo
de parametro, ela é entdo chamada de falha catastrofica. Isto porque este tipo
de falha esta relacionado a perda de componentes do sistema, alterando a
sua estrutura topoldgica, assim como a sua propria funcdo de transferéncia
(LUO, H., ET. AL., 2012). Por exemplo, em circuitos elétricos, circuito aberto
e curto-circuito sdo falhas catastréficas (DUHAMEL, P., RAULT, J., 1979).

Quanto ao numero de falhas simultdneas que ocorrem em um circuito,
a falha é dita simples quando sua ocorréncia € Unica, havendo a mudanca
paramétrica de um Unico componente. Por outro lado, a falha é dita multipla
quando, em sua ocorréncia, hA a mudanca paramétrica de mais de um
componente simultaneamente. Quanto a relac@o entre falhas, duas ou mais
falhas séo independentes se ndo existem relacdes de causa e efeito entre
suas ocorréncias, caso contrario, elas sao dependentes (LOMBARDI, A.,
2011).

Com relacdo a sua duragdo, uma falha € dita intermitente quando a sua
ocorréncia existe por um certo periodo de tempo aleatério e imprevisivel,
alternando-se entre o comportamento normal e anormal. Por outro lado,
quando a ocorréncia da falha é continua ao longo do tempo, sendo o reparo
do componente defeituoso a Unica solucdo para a sua interrupcao, a falha é
dita permanente. O termo transiente € também usado por alguns autores para
classificar falhas causadas por mudancas temporarias no ambiente onde o
circuito esta operando. Por sua vez, o termo incipiente é utilizado para nomear
falhas que evoluem gradualmente, tornando-se mais severas ao longo do
tempo (MANDERS, E. J., ET. AL., 2000; SILVA, R., 2012).

Por fim, quanto a sua observabilidade, duas ou mais falhas séo

classificadas como mascaraveis quando suas ocorréncias simultaneas ou
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progressivas podem compensar seus efeitos, tornando o sistema livre de
erros sob certas condicdes (LOMBARDI, A., 2011). Quando uma falha
apresenta um efeito sobressalente & sua ocorréncia no circuito, isolada ou
simultanea, ela é chamada de falha dominante. As falhas s&o chamadas de
indistintas quando os seus efeitos afetam o circuito de modo que, seus efeitos
sejam distinguiveis entre si. Por fim, as falhas inconfundiveis sdo aquelas
cujo efeitos sdo atribuidos a uma unica e determinada condigédo, podendo ser
revelaveis em certas condicbes (detectaveis), ou nédo-detectaveis, caso

contrario.

1.3. Etapas de Deteccado e Deteccdo de Falhas a partir de Multiplos

Pontos de Resposta

Varias etapas podem ser consideradas para a detec¢édo de falhas em
circuitos. Em (DUHAMEL, P., RAULT, J., 1979), considera-se que a detec¢ao
de uma falha em um circuito consiste em trés etapas: avaliacao, localizacéo e
identificacao.

Avaliar uma falha em um circuito significa definir se 0 comportamento
do circuito corresponde ou ndo ao seu comportamento normal. Apés a
avaliacdo, a localizacdo € a etapa onde se procura encontrar o componente
gue esta fazendo com que o circuito funcione de forma anormal. Por sua vez,
a identificacdo corresponde a determinar qual o valor que o componente
assumiu.

A etapa da localizacdo tem uma acuracia reduzida quando o circuito
estd sujeito a falhas mudltiplas. O circuito € um sistema cujo bom
funcionamento normalmente ndo depende de todos os componentes do
mesmo modo, ou seja, alguns componentes sdo mais importantes para o bom
funcionamento do circuito do que outros. Dessa forma, tem-se que a saida do
circuito possui maior sensibilidade a variacdo de alguns componentes

especificos. Dois comportamentos entdo podem acontecer:

1 O circuito continuar a funcionar adequadamente para algum
componente com falha paramétrica (fora dos limites de tolerancia); ou:

1 Uma falha pode se confundir com outra (superposicao de falhas).
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O primeiro caso é facilmente resolvido se for considerado que nao
existe falha no circuito, mesmo que um dado componente esteja fora dos
limites de tolerancia, o que de fato ndo € um equivoco visto que, somente
existe a falha em um circuito quando existir um comportamento anormal de
seu funcionamento.

No segundo caso, a situagdo torna-se mais complexa, pois na
ocorréncia de sobreposicdo, a localizagcdo do componente torna-se dificil e
imprecisa, principalmente no caso em que o componente defeituoso é aquele
de menor sensibilidade. O resultado € que, dependendo da saida a ser
observada, a localizag&do precisa de um Unico componente torna-se inviavel
e, da mesma forma, a determinacao de uma unica falha isolada.

Neste trabalho, a alternativa adotada para tentar resolver o problema
de sobreposicao de falhas é a utilizacao de entrada de dados do classificador
para a saida do circuito em mais de um ponto de teste. Em outras palavras,
mais de uma resposta do circuito sera obtida em varios pontos de avaliacao
ao longo de sua arquitetura, e entdo serdo combinadas entre si, formando um
grande conjunto de dados de entrada para o classificador. A figura 1 descreve
a diferenca da extracdo de resposta em um Unico ponto, para a extragcao aqui
utilizada, em mdltiplos pontos de extracéo.
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Figura 1: Método de deteccdo em multiplos pontos de resposta
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cada ponto observado diferentemente no circuito, suas respostas e funcoes
de transferéncia seréo distintas. Espera-se entdao que cada resposta tenha
maior sensibilidade a um determinado componente do sistema. Se isto
acontecer, entdo possivelmente sera resolvido o problema de sobreposicao
de falhas, ja que as respostas obtidas entre duas classes de falhas, caso
fossem iguais em um dos pontos de observacao poderiam ser distintas em
outro ponto e, assim, permitiria a correta identificagéo.

Apesar da possivel melhora, esta técnica de extracdo tem a
desvantagem de que aumenta o volume dos dados proporcionalmente ao
namero de pontos de observacéao utilizados, gerando um aumento do nimero
de entradas para o classificador. Neste caso, técnicas de representacdo de
dados tornam-se importantes para realizar um tratamento adequado de

extracdo de caracteristicas e de reducao de volume.
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2. CLASSIFICADORES DE CLASSE UNICA

Classificadores de classe Unica sdo modelos de classificadores
desenvolvidos para resolver um problema especial de classificacdo, onde
somente existe o conhecimento do comportamento de uma das classes,
enquanto qualquer comportamento de outra classe é desconhecido (TAX,
D.M., 2001). Quando é preciso que um classificador separe um determinado
conjunto em classes, muitas vezes o conjunto de dados disponivel ndo possui
exemplos em quantidade suficiente para representar de forma satisfatéria
todas as classes. Considere o seguinte exemplo: um conjunto formado com
base no estado de funcionamento de circuitos analégicos e suponha que um
robd seja projetado para separar apenas 0s circuitos em boas condi¢cées. O
objetivo é determinar quando um circuito esta com defeito ou néo.

Para realizar esta tarefa, primeiramente, necessitamos definir o que
significa o circuito estar defeituoso. Assume-se simplificadamente que defeito
significa a incapacidade de realizacdo da tarefa para a qual o circuito €
destinado, de forma satisfatéria e sem anomalias em sua saida. Considera-se
também que os circuitos avaliados podem assumir dois estados possiveis:
com ou sem defeito. Até esse ponto ndo existem desafios por conta da tarefa
simples de se determinar se um circuito tem ou ndo defeito, mas observe
agora que, para classificar um circuito como defeituoso ou nédo, dois conjuntos
de informagbBes sdo necessarios: informacdes sobre como o circuito
comporta-se sem defeito e, como comporta-se com defeito. O primeiro caso
possui informacao abundante, pois o circuito passa quase toda sua vida util
em funcionamento normal. J& no segundo caso, a quantidade de informacdes
disponiveis sobre o circuito com defeito € limitada, pois ocorre com pouca
frequéncia em sistemas bem projetados e normalmente o circuito é substituido
ao apresentar algum defeito. Portanto, para que seja possivel classificar
corretamente o estado (classe) do circuito por meio de classificadores
tradicionais, é necessario conhecer todas as classes a serem classificadas.
Isto significa, por exemplo, que é necessario conhecer todos 0s possiveis
comportamentos de um circuito defeituoso para classificar o estado do circuito

corretamente, o0 que nao é viavel.



27

Agora, suponha que o robd projetado para determinar se um
determinado circuito estd com defeito ou ndo seja reprogramado e s precise
informar quando o circuito ndo estd com defeito. Logo, tudo o que o robd
precisa € das informacdes ja conhecidas sobre o funcionamento normal do
circuito. Por excluséo, o que nao corresponder ao funcionamento normal, sera
classificado como comportamento desconhecido. A capacidade de determinar
com precisdo quando o circuito ndo esta com defeito sera mais simples de
realizar do que a sua capacidade de dizer se 0 mesmo tem ou ndo defeito,
pois toda a informacdo necessaria para inferir o estado do circuito esta
disponivel, ao contrario do outro caso. A partir deste conceito, a classificacédo
por classe Unica é definida. Classificadores de classe Unica entdo, séo
treinados para conhecer uma determinada classe de dados definida como a
classe target, e rejeitar qualquer informacéo divergente do conjunto target,
classificando os dados rejeitados como desconhecidos (outlier).

Como no classificador de classe Unica, toda a informagédo necessaria
para a classificacdo esta disponivel, decide-se por definir o comportamento
da classe conhecida e ignorar qualquer comportamento divergente da classe
desejada. Esta € uma opc¢do mais vantajosa do que tentar conhecer o
comportamento de todas as classes na deteccao de falhas em circuitos.

2.1.Caracteristicas de Classificadores de Classe Unica

Como definido anteriormente e segundo (TAX, D.M., 2001), os
classificadores de classe Unica sdo desenvolvidos para resolver um problema
especial de classificacdo onde existe uma quantidade adequada de amostras
de uma Unica classe (target), enquanto qualquer outra classe (outlier) é
deficiente ou ausente. Ao se utilizar um classificador de classe Unica, existem
quatro alternativas de saida possivel para um determinado elemento
(LOMBARDI, A., 2011):

1 Verdadeiro positivo: quando o dado classificado como target de fato
pertence a classe target. Logo, a classificacdo foi correta, ndo
havendo contribuicdo para o erro;
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1 Verdadeiro negativo: quando o dado classificado como outlier, de
fato, ndo pertence a classe target. Neste caso, o classificador
também realiza uma classificacdo correta, ndo havendo erro de
classificacao para o elemento;

1 Falso positivo: quando o dado classificado como target, na verdade,
€ um dado de outlier. Neste caso, ha um erro na classificagdo do
elemento;

1 Falso negativo: quando o dado classificado como outlier, na
verdade, pertence a classe target. Ha entdo uma rejeicao incorreta
do elemento pelo classificador, contribuindo para a fracdo de

rejeicao do classificador.

Em um classificador de classe Unica, apenas 0s objetos da classe
target sdo de interesse para classificacdo e, assim, ele depende apenas de
suas amostras de target para treinamento. Um bom classificador de classe
Gnica deve ser capaz de obter a maior quantidade possivel de verdadeiros
positivos e negativos, 0 que proporciona aumento da sua acuracia e deve
obter o menor o nimero de falsos positivos e falsos negativos possivel,
reduzindo o seu erro de classificagdo. Durante o seu treinamento, quando um
classificador de classe Unica determina um dado como target, este dado
contribui para definir a fronteira de deciséo do classificador. Como somente o
comportamento da classe target é conhecido, € possivel que se tenham dados
outlier com comportamento préximo a fronteira de decisdo, aumentando as
chances de que um elemento target seja classificado como outlier (falso
negativo) ou que um elemento outlier seja classificado como target (falso
positivo), acarretando em erro do classificador. Para minimizar o erro, os
classificadores de classe Unica dispdem de um parametro, chamado de fracdo
de rejeicdo, que pré-determina a parcela de falso negativo que o classificador
propositalmente tera. Ou seja, determinar-se a priori uma fragéo de elementos
target que serdo considerados como outliers, para que seja possivel
estabelecer uma fronteira de decisdo que minimize o erro de deteccdo de

outliers enquanto a taxa de falso negativo € mantida.
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2.2.Tipos de Classificadores de Classe Unica

Quanto aos tipos de classificadores de classe Unica, existem trés
diferentes categorias que serdo abordadas neste trabalho: classificadores por
estimativa de densidade, classificadores por determinacdo de vizinhanca e

classificadores de reconstrugéo (YI, Z., ET. AL., 2008).
2.2.1. Classificadores por estimativa de densidade:

Estes séo os tipos de classificadores sé&o caracterizados por serem
simples e apresentarem bom desempenho nos casos em que 0 conjunto de
dados de target é quantitativamente satisfatorio e pode ser bem modelado a
partir do modelo de probabilidade utilizado (LOMBARDI, A., 2011). Sao
também os tipos de classificadores mais utilizados. Alguns exemplos de
classe Unica por estimativa de densidade sdo os classificadores Gaussianos,
mistura de gaussianas (KALPANA, P., GUNAVATHI, K., 2007) e Parzen (TAX,
D.M., 2001).

Um classificador de estimativa de densidade funciona da seguinte
forma: considere X como sendo o conjunto de dados de treinamento. O

conjunto sera tratado como uma variavel aleatéria com distribuicéo f, onde:
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Sendo a taxa de rejeicdo thr um parametro do classificador, a imagem
de f serd uma medida de distancia cujo valor tende ao minimo para os dados
de target, e a fronteira de rejeicao calculada no treinamento e ajustada pelos
parametros internos do classificador, que sdo normalmente a média e a
variancia para esta classe de classificadores. A partir da taxa de rejeicéo, a
fronteira de classificacdo sera um valor d de erro, obtido durante o treinamento

do classificador. A classificagdo dos dados h(X) € entdo definida como:
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A funcdo de densidade de probabilidade f(X) depende do tipo de
classificador utilizado. A tabela 1 mostra as fungdes f para diferentes
classificadores de densidade de probabilidade e a regido de imagem da
funcdo (KALPANA, P., GUNAVATHI, K., 2007; TAX, D.M., 2001):

Tabela 1: Classificadores de densidade e suas funcdes:

Classificador funcéo f(X) Regido de Im(f)
Gaussiano O ot O mh H
p _ A Y3
Parzen — Q mh H
0 N Q

2.2.2. Classificadores por vizinhanga

Esta classe de classificadores determina a qualidade dos dados em
funcdo da sua proximidade dos dados com os dados da classe target. Assim,
ndo € necessario modelar a distribuicdo de densidade dos dados. Essa
caracteristica torna este classificador interessante quando a amostra de
dados € insuficiente e a distribuicdo de densidade € desconhecida. O knn é o
método mais utilizado deste tipo de classificador. No knn, admita que X é o
conjunto de dados e w € um determinado dado deste conjunto para o qual se
deseja determinar se é target ou outlier. Para tal fim, calcula-se a distancia 'Q
minima, sendo 'Q a distdncia entre o dado w e todas as possiveis

combinacdes de k pontos até w:

Q0 40 OA
o2 3)

Como 'Q ¢é a distancia minima entre o dado w e todos os pontos

tomados em k combinacdes, o resultado é que o valor minimo de 'Q sera
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obtido somente para os k-pontos de distancia minima para . Resumindo, Q
sera minimo se, e somente se, 0s k pontos distantes de w sejam os pontos
mais proximos do mesmo. Esses pontos sdo chamados de k-vizinhos de ®.
Durante o treinamento do knn para classe Unica, sendo X o conjunto
de dados contendo T dados de target, é obtida a maxima distancia média
possivel entre todos os dados de target para os seus k-vizinhos mais proximos
(D). Este parametro é utilizado como taxa de rejeicao do classificador de
classe Unica. Assim, ao avaliar um dado pelo knn obtemos a seguinte funcéo

de decisao:

o &1 @ O ,
£60d @I O @

Observe que a funcao de transformacéo é a norma-2 de subconjuntos
de k+1 elementos do conjunto de target ao invés de uma funcéo de densidade

de probabilidade.

2.2.3. Classificadores por reconstrucao

O método de classificacdo por reconstrucdo consiste em modelar o
processo de geracao dos dados, antes da separacéo das classes. Quando o
modelo de dados € construido, 0 menor erro médio de reconstrugao indica
gual objeto se encaixa melhor no modelo, sendo altamente provavel que ele
seja da classe target (LOMBARDI, A., 2011). Este tipo de classificador é
robusto para generalizacéo e ruim quando o tamanho de amostra é escasso
ou quando os modelos ndo conseguem ajustar bem aos dados (LOMBARDI,
A., 2011). Deste tipo de classificador, o mais utilizado &€ o kmeans em que, a

determinacao das classes pode ser obtida segundo as equagdes 5 e 6:

Q - 00i QQ0 )
o (5)

- toma

§:< -D‘(
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O erro minimo entre o ponto e a classe € dado pela distancia entre o

ponto e o centroide do conjunto:

- | E/Rb ‘' E (6)

O erro maximo € o limiar referente ao centro do conjunto de dados de

target e é determinado pela equacéo abaixo:

- W (7)
Onde:
1 * =valor médio entre os pontos da classe;
1 @ = elemento pertinente ao conjunto de dados da classe-alvo.

2.3.Métricas para avaliagcdo de classificadores de classe Unica

Conforme dito anteriormente, a avaliacdo de um classificador de classe
Unica é baseada no tipo de resposta que ele pode obter para um determinado
dado. Existem quatro possiveis respostas que um classificador pode atribuir
a um dado: positivo verdadeiro, negativo verdadeiro, falso positivo e falso
negativo. Nos dois primeiros casos, a avaliacdo da resposta € obtida através
do ajuste do classificador durante seu treinamento e a sua comparagao com
os dados de teste. J& para os dois ultimos casos de resposta, € necessario
conhecer de antemao a taxa de falsos positivos e de falsos negativos do
classificador (TAX, D.M., 2001). Como o classificador ndo tem conhecimento
sobre a qualidade do dado até o treinamento, ele sozinho ndo é capaz de
estimar o seu proprio erro. Por isso, a fracdo de rejeicdo € utilizada, preé-
determinando a minima taxa de falsos negativos a ser obtida e gerando assim

a fronteira de decisao do classificador.



33

Uma vez determinado o modelo, a sua avaliacdo pode ser obtida a
partir da taxa de falsos positivos e negativos para um conjunto de teste
(LOMBARDI, A., 2011). Por sua vez, a visualizagao das taxas de acertos e

erros pode ser feita por meio de uma matriz de confusao:

e
Real P N
Confmat = p TP EN (8)
N FP TN

A matriz de confusédo € uma representacdao ilustrativa de desempenho
de um classificador. Em um classificador de classe unica, ela é uma matriz 2
x 2, onde a diagonal principal representa os acertos do classificador enquanto
a diagonal secundaria representa os erros. Para um bom classificador de
classe Unica, a matriz de confuséo tende a ser uma matriz 2 x 2 diagonal.
A partir da matriz de confuséo, séo estabelecidas as relacbes métricas
para avaliacdo do desempenho do classificador (POWERS, D.M., 2011).
1 Precision: € a métrica utilizada para identificar a porcentagem de todos
0s objetos classificados como target que realmente pertencem a esta

classe.

v

N1 Qo Qi —%:—;a) (9)

1 Recall (Sensibilidade): informa a porcentagem dos objetos que séo
verdadeiramente da classe target que foram corretamente identificados

pelo classificador.

v v . 2 YU (10)

1 Acuracia: € uma métrica de observacdo global dos dados. Ela é
utilizada para determinar a capacidade de o classificador identificar

corretamente qualquer dado a ele submetido. Em outras palavras, a
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acuracia é a probabilidade de que o classificador acerte em sua

classificagao:

o YO YO
YO "YO "O0 "O0

(11)

F1 (média harménica de precisdo e sensibilidade): € uma medida
utilizada para determinar o desempenho de um classificador.
Considerando apenas o precision e o recall, o F1 é obtido através da
média ponderada entre essas duas medidas, de modo que, F1 =1 é
maximo quando ambas as medidas sdo maximas (Prec. = Recall = 1)
e F1 = 0 é minimo quando ambas as medidas sdo minimas (Prec. =
Recall = 0). Como as medidas de precision e recall estdo relacionadas
a capacidade de identificar os dados de classe corretamente, F1

consequentemente avalia a capacidade de que o classificador acerte.

coni Qo QLI & &

12)
nNi QwQii " @EwEw a a

@

Taxa de falso positivo (Fall-out): esta € uma medida para a avaliagédo
do erro do classificador. Como o proprio nome sugere, ela € baseada

na taxa de alarmes falsos que o classificador apresentou.

~
”n

, ‘00

QOO O € m (13)

Taxa de falso negativo (Erro de rejeicdo): esta medida esté relacionada
a taxa de dados incorretamente rejeitados. Como a taxa minima de
falsos negativos € pré-determinada pela fracdo de rejeicdo, para um

bom classificador, o erro de rejeicao se aproxima da fracéo de rejeicao.

"00

d 'Qi i,,lr—,‘,,
Y0 "Ou

(14)
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§ Area sob a curva ROC (LOMBARDI, A., 2011): ROC significa curva
caracteristica de operacdo do receptor (receiver operating
characteristic curve), a ROC € uma curva em funcao da relacdo entre
a taxa de positivos verdadeiros (TP) e falsos positivos (FP). A figura 2

apresenta um exemplo de uma curva ROC:

0.ar- -1

D& .

!’_‘F
=~
T

Ponto 7

=2

[=]
T
1

targets accepted (TP)

=

W
T
|

o 1 1 1 1 1 1 1 1 1
i] 0.1 0.2 0.3 04 0.5 0.8 0.7 0.8 0.8

outliers accepted (FP)

Figura 2: Area sob a curva ROC (AUC)

A abcissa representa a taxa de falsos positivos obtida pelo classificador
engquanto a ordenada representa a taxa de positivos verdadeiros obtidos. O
limiar de desempenho é determinado pela equacéao: recall = 1 - fall-out. Para
um bom classificador, a curva ROC cresce até o seu valor maximo antes da

fronteira do limiar.
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3. METODOS DE REPRESENTACAO DE ATRIBUTOS

Uma das grandes dificuldades encontradas na implementacdo de
algoritmos de aprendizado de maquinas esta em analisar conjuntos de dados
de grande dimenséo. O problema é que um dado com mais informacéao exige
um classificador mais complexo para analisa-lo, e um classificador mais
complexo demanda um conjunto maior de dados para uma boa generalizacao.
Nestes casos, técnicas que reduzam o numeros de atributos mas mantenham
as informacdes mais relevantes sdo muito Uteis em algoritmos de aprendizado
de maquinas em geral, e em particular para os classificadores de classe Unica.
Dentro do estudo de métodos de representacdo de dados, existem duas
principais categorias distintas de realizacdo dessa tarefa: métodos de
extracdo de assinaturas e técnicas de reducdo de dimensdo. Para este
trabalho, métodos de extracdo de atributos de ambas categorias serdo
utilizados. Abaixo uma apresentacao sucinta sobre cada tipo de método sera

realizada.

3.1.Métodos de Extracdo de Assinaturas

Estes métodos realizam a reducao do tamanho dos dados a partir da
extracdo de um ou mais atributos do conjunto de dados original, sendo
frequentemente utilizado como um método de pré-processamento. O
classificador ndo analisa o conjunto de dados original, mas sim um novo
conjunto gerado a partir dos atributos desejados do mesmo. O atributo pode
ser gqualquer caracter2stica que d°
Por exemplo, pode-se usar uma avaliagdo estatistica, como: média, moda ou
frequéncia, entre outros. Alguns dos métodos de pré-processamento mais
estudados sdo: método de Aproximacdo agregada por partes (PAA 1
Piecewise Aggregate Approximation) (KEOGH, E., PAZZANI, M., 2000),
Método de aproximacao Constante Adaptativa (APCA i Adaptive Piecewise
Constant Approximation) (KEOGH, E., ET. AL., 2001), o método de
decomposicdo em componentes de Fourier (Fourier Transform) e o método
de Wavelets (Wavelets Transformation) (SPYRONASIOS, A.D., ET. AL,
2011).

a l

guma
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3.1.1. Método de Aproximacdo Agregada por Partes (Piecewise

Aggregate Approximation 1 PAA)

O método de Aproximacdo Agregada por Partes (Piecewise Aggregate
Approximation i PAA) € um método de reducéo de dados a partir da extracao
de atributos, que tem mostrado resultados bastante satisfatérios em
aplicacoes de classificacdo de séries temporais. Além do bom desempenho,
o PAA possui também as seguintes caracteristicas: facil implementacéo e
compreensao, baixa demanda de processamento para ser implementado e
resultados iguais ou superiores aos de outros meétodos (KEOGH, E.,
PAZZANI, M., 2000).

Suponha que o sinal ® & FE fo, represente uma série temporal.
Pode-se obter uma nova representagdo em um espaco 0, 0 &, por @

& FE lx , onde cada elemento é calculado conforme a equac&o (15) abaixo:

W (15)

m-| Cx

Logo, cada elemento & corresponde ao valor médio do i-ésimo
intervalo dos N intervalos da série temporal.

Visto que o nimero de amostras é reduzido a um valor fixo, a reducéo
realizada pelo PAA depende apenas de seus parametros de entrada.
Entretanto, para que esta representacdo ainda mantenha a informacao
relevante do sinal original, o seu erro de reconstrucéo deve ser baixo. Assim,
existe um compromisso entre a reducédo do tamanho do sinal e a manutencéo
da informacédo presente, o que deve ser levado em conta na determinacéo
também dos parametros de entrada.

A reducao de dados depende unicamente do parametro de namero de
segmentos utilizado pelo PAA. O erro de reconstrucdo sera
proporcionalmente menor quanto mais proximo de n for o numero de

segmentos N do conjunto gerado pelo PAA. Para o problema de detecc¢éo de
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falhas, € possivel determinar o valor do numero de segmentos a partir do qual
0 erro de reconstrugéo deixa de diminuir de forma significativa com o aumento
do nimero de segmentos (AMARAL, J., 2011).

3.2.Métodos de Reducéo de Dimensao

Este tipo de abordagem para a representacédo dos dados nao busca
extrair atributos especificos dos dados, como no pré-processamento, e sim
transformar os dados, de forma que a nova representacdo tenha menor
dimensédo, mas ainda retenha informacéo relevante. Dentre as técnicas que
sdo utilizadas, a mudanca do espaco de observacdo dos dados € a mais
utilizada. As técnicas de reducéo sao partes fundamentais na compresséao de
dados e no aprendizado de maquinas. InUmeras técnicas de reducdo de
dimensé&o poderiam ser mencionadas aqui. As mais utilizadas e conhecidas
atualmente sdo: Analise das componentes principais (Principal Component
Analysis i PCA) (XIAO, Y., HE, Y., 2011; SCHOLKOPF, B., ET. AL., 1997),
Analise Discriminante Linear (Linear Discriminant Analysis 1 LDA)
(MARTINEZ, A. M., YOU, D., ET. AL, 2011; PARK, C. H., PARK, H., 2005),
Mapa de Autovalores do Laplaciano (Laplacian Eigenmap) (BELKIN, M.,
NIYOGI, P., 2003), Preservacado de ProjecOes Locais (Locality Preserving
Projections i LPP) (HE, X., NIYOGI, P., 2003), Decomposi¢cdo em Valores
Singulares (Singular Value Decomposition i SVD) (PARK, C. H., PARK, H.,
2005), etc. Neste trabalho, foram utilizadas as seguintes técnicas:

3.2.1. Analise das Componentes Principais (PCA/KPCA):

Nesta técnica, efetua-se a observacao do conjunto de dados em um
novo espaco, onde este novo conjunto de dados ndo € linearmente
correlacionado. Este novo espaco € definido a partir dos autovalores e
autovetores da matriz de covariancia dos dados.

Definicdo: Seja o momento de amostras de treinamento um

mapeamento do conjunto tal que:
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o
noA (16)
WO« w

Também se supde que:

Fazendo a covariancia das fungcfes no espago mapeado em x, obtém-
se:

6'.'5 e W8 (18)

Temos entdo que 6lé a matriz de covarianciade » ®:
é é

6l

T Mh

oy « 8 ® (19)

w w

Para obter o espaco minimo, é preciso encontrar os autovalores e
autovetores de 6 tal que:

N "O TT (20)
Utilizando a definicdo da covariancia no espaco mapeado ¢ w, temos

que:

& 8B g o8 o @ (21)
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O conjunto da intersecdo de todas as solucdes de U esta no espacgo

nulo de « ®. Assim, podemos considerar a equivaléncia do sistema:
8 0 @ - 0 BB (22)

Dessa forma, os autovetores da equacgao (22) geram um autoespaco,
linearmente independente de _* w .

Podemos escrever b como a combinacgéao linear das componentes de

0 | 8 (23)

Definindo consequentemente, uma matriz K, tal que:

N « 08 W (24)

Substituindo-se na equacédo (22) a forma v, da equacdo (23) e o

produto 6B), da equacéo (21), obtém-se:

B 08 | 8 -do8§-<b8d)8|8d) (25)

88 | 8 08 © 8§-msm8|swam (26)

Por sua vez, a equacéo (26) pode ser escrita de forma compacta como:

Ol <0 | (27)

™| O
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Multiplicando a esquerda na equacado (27) €0 em ambos os lados,

obtéem-se:
€E_1 0| (28)
Onde:
1 K= matriz Kernel;
f | =vetor coluna dos coeficientes das componentes de U;

7

O vetor dos coeficientes | € chamado de vetor das componentes
principais. Ele contém as informac6es que definem o espaco "O° « w. Da
equacao (28) é possivel mostrar que qualquer solucéo adicional da equacao
ndo gerara diferenca na expanséo, podendo assim ser desprezada Os vetores
das componentes principais definem o espaco vetorial que descreve F de
maior dimensdo. Portanto, qualquer adicdo de vetores sera linearmente
dependente dos vetores gerados pelos autovalores, ndo adicionando qualquer
informacao além daquela ja existente.

Se, no caso anterior, for efetuada a normalizacdo dos vetores de
coeficientes dos autovalores ndo nulos, obtém-se uma normalizacdo aos
vetores Im(F), descrita pela equacdo (29), a qual é obtida a partir das

equacdes anteriores (21), (22) e (28):

| 8 8+ W8 ® | & _ | & P (29

Para a determinacdo das componentes do vetor de coeficientes,

projeta-se a imagem de um ponto de teste da fungc&o nos autovetores em F:

VL3 W | 8+ W8 W (30)
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A obtencdo das componentes principais pode ser realizada sem a
necessidade de se conhecer a fungcdo ¢ w, desde que o seu produto interno

seja conhecido. Isso leva as componentes Kernel:

V8 W | 8Q (31)

Dependendo da escolha da Kernel, é possivel mostrar que existe uma

funcdo « gerada por algum produto com F, de tal forma que:

U 8 (32)

Para U a8, temos um Kernel linear e assim a funcao PCA definida. No
caso do KPCA, o Kernel ndo é linear e passa-se a trabalhar com uma
transformacao néo-linear no espaco observado, elevando a sua dimenséo. A
nao linearidade dos dados passa a ser observada de forma linearmente

independente neste espaco transformado, quando necessario.

3.2.2. Analise Discriminante Linear (LDA/KLDA)

No caso do LDA, assim como nos outros métodos, 0 espaco original é
projetado para outro espaco de melhor observacdo. No entanto, hd uma
diferenca crucial: enquanto nos métodos PCA o0 conjunto original é
transportado para um autoespaco gerado pelos autovetores da matriz de
covariancia, de tal modo que, os dados n&do estejam linearmente
correlacionados. No LDA busca-se o espaco, sendo ele autoespacgo gerado
do espaco original ou ndo (normalmente ndo €), cuja projecdo do conjunto
original para este espaco forneca o maior grau de separabilidade entre as
classes distintas que 0 mesmo possui, este espaco de maior separacao é

chamado de discriminante.
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Para a obtencéo do discriminante € utilizado o critério definido por meio
da equacdao (33), conhecida como critério de Fisher, onde a relacdo entre o

determinante da matriz inter-classes e intra-classes é maximizada.

L é‘Ys
» (33)
O I A Vs

Ao satisfazer o critério de Fisher, o conjunto é projetado para o espaco
discriminante linearmente independente e os dados serédo separados por uma
funcdo linear. A base vetorial que maximiza o critério de Fisher pode ser
determinada resolvendo o problema de autovalores e autovetores dado pela

equacao 34
Y 8Y Q (34)

Onde:
o Y = matriz intra-classes;
o 'Y = matriz inter-classes;
0 = vetor de base do conjunto discriminante;
0

Q = matriz dos autovalores do conjunto discriminante.

A matriz Y representa a relacdo entre a quantidade de informacao
disponivel e de informacdo necessaria para discriminar o conjunto. A

obtenc¢é&o do discriminante é dada pela seguinte condicéo:
QQY 1 (35)

Caso a matriz Y seja singular, ou seja, a quantidade de amostras de
exemplo seja menor que a quantidade de atributos que definem o conjunto, a
matriz Y nao serd invertivel e a solu¢do da equacdo ndo podera ser obtida
diretamente. Apesar disso, existem varias técnicas para se obter uma
resposta para a equacao: o uso de um subespaco PCA (SWETS & WENG,
1996) ou a regularizacao direta da matriz sem passar por um subespacgo PCA.
Em (THOMAS, G., FEITOSA, 2005) propuseram a utilizacdo de uma funcéo
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densidade de probabilidade que maximize a entropia do sistema através das
médias e das matrizes de covariancia de Y disponiveis nas amostras,
estimando as informacdes indisponiveis originalmente. O método é conhecido
como Analise Discriminante Linear de maxima incerteza (Maximum
uncertainty Linear Discriminant Analysis i MLDA). Outra possibilidade é a

solugéao do problema de singularidade de Y obtendo a sua pseudo-inversa

“Y por decomposicdo em valores singulares (Singular Values Decomposition
i SVD).

3.2.3. Projecbes de Preservacéo de Localidade (LPP)

O LPP aparece como uma alternativa ao método de Analise de
Componentes Principais, tradicionalmente conhecido como um dos métodos
mais eficazes para o tratamento de dados quanto a reducdo de dimensao.
Enquanto no classico PCA os dados séo projetados em um subespaco onde
0S novos atributos estdo ordenados segundo sua variancia, o LPP busca a
reducdo de dimenséo preservando de forma 6tima a estrutura de vizinhanca
do conjunto de dados (HE, X., NIYOGI, P., 2003).

Suponha um conjunto de dados X, de dimenséo n. A técnica de reducao
prevé que exista uma matriz de transformacédo A que leve o conjunto X para

um novo espacgo Y, de dimenséo k, tal que:

® 0 & (36)
QL €

Quando X é um conjunto ndo-linear, o mapeamento de X para Y a partir
da matriz A ndo € possivel para A linear. No caso do LPP, a matriz de
transformacado A é obtida ao se efetuar uma aproximacao linear de um mapa
de autovalores do Laplaciano de X (1 ).

Primeiramente, um grafico de adjacéncia para todos os pares de

elementos w e w do conjunto X é obtido, utilizando duas métricas de
vizinhanca: vizinhancga-e e vizinhos mais préximos. O nivel de adjacéncia

entre os dados determinara a métrica utilizada para definir os pesos dos

elementos. Na sequéncia, € obtida uma matriz esparsa W, de tamanho n x n,
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sendo n a dimensdo do conjunto X que representa 0s pesos do nivel de

adjacéncia entre os elementos de X. Cada elemento 0 pode ser visto entdo
como o nivel de proximidade entre os elementos @ e w, e seré definido pela

funcao:

(37)

=
Q
e
e
e
8‘
pox
i}
e
E(
=
Q

Existem trés principais alternativas de métrica de peso que sao
utilizadas. No primeiro caso, a métrica de peso é a regra da vizinhanca em U
(Oneighborhood), definida através de uma hiperesfera de raio Ucomo regido
de vizinhanca. No segundo caso, é utilizada como métrica o0 método dos k
vizinhos mais proximos (knn), onde a vizinhanga é definida pelo numero k de
vizinhos entre os dados analisados. O terceiro caso representa a nao
adjacéncia entre os dados w e w. Uma vez obtida a matriz de pesos W, o
mapa dos autovalores e autovetores de X é obtido por meio da equacéo de

decomposicao:
D D (38)

Onde:

Sendo D a matriz diagonal cujo valores ndao-nulos representam a soma
numérica entre os elementos das colunas de W, e L a matriz laplaciana

definida pela equacgéo (39):

0 0 w (39)
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A solucédo do problema de autovalores de X é entdo obtida, o que nos
fornece as componentes do autovetor o correspondente, para cada autovalor
de X. Com isso, obtemos o autoespaco gerado de X.

Sendo _ _h_Mh_ o conjunto de todos os autovalores de X, 0
nimero de autovalores de X é "Q Consequentemente, o conjunto de todos os
autovetores gerados ©o o fo M8 hog terd dimensdo de ¢ @Q sendo & o
ndamero de componentes do vetor definido pelo nimero de elementos de

amostras w. Fazendo entédo do autoespaco gerado a matriz de transformacao

do conjunto:
0 ) 8 0
)] ) 8 U
o o 8 o g . A . (40)
0 2 é € E é
0 0 8 U
Sendo

= i-ésimo elemento do j-ésimo vetor o

0
"Q pkfB E e Q pltfB MQ

Conhecendo a matriz de transformacdo, Y € obtido por meio da
equacao, com a dimensao k x c:

oo 08;0 (41)
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4. REPRESENTACAO DOS DADOS POR DISSIMILARIDADE

A representacéo por dissimilaridade é uma alternativa a utilizacéo de
atributos. A dissimilaridade entre um par de objetos constitui uma forma
natural de representacdo. Ela pode ser considerada uma forma de
representacdo mais completa que o uso de atributos (GRILL-SPECTOR, K.,
ET. AL., 1999). Espacos vetoriais definidos por dissimilaridades entre pares
de objetos tais como imagens e seéries temporais, representam uma
abordagem inteligente para diminuir a separacdo existente entre 0
reconhecimento de padrdes estrutural e o estatistico. Além disso, é importante
mencionar que a dissimilaridade também pode ser usada em conjunto com 0s
atributos (DUIN, R.P., P N K A L SK,&R009). Também é possivel adotar uma
opcao das abordagens com kernels, que sdo baseadas em similaridades.
Medidas de dissimilaridade sdo mais universais do que kernels, pois os
espacos vetoriais baseados em kernels tém que atender as condicbes de
Mercer (SCHOLKOPF, B., SMOLA, A., 2002; SHAWE-TAYLOR, J.,
CRISTIANINI, N., 2004). Tais condi¢cdes devem ser atendidas para que a
implementagdo de classificadores, tais como as maquinas de vetores de
suporte, seja possivel nos espacos de kernels relacionados.

A abordagem por dissimilaridade tem a vantagem de que qualquer
medida pode ser usada com qualquer classificador implementado em espacos
vetoriais. Outro beneficio é que a representacdo por dissimilaridade permite
que o conhecimento do especialista seja usado de forma diferente. Ao invés
de indicar atributos, o especialista pode fornecer uma medida de similaridade
entre cada par de objetos. Naturalmente, quando os atributos estéo
acessiveis, a distancia entre vetores de atributos pode ser usada como uma
medida de dissimilaridade. Entretanto, outras medidas comparando objetos
inteiros podem ser consideradas, como serd feito neste trabalho, em que
utiliza-se duas métricas diferentes para dissimilaridade: a distancia euclidiana
tradicional e a distancia légica, método de avaliacdo especialista desenvolvido
neste trabalho.

Um espaco de classificagdo baseado em dissimilaridade poder ser
definido da seguinte forma (DUIN, R.P., ET. AL., 2010):



48

1. Obtenha as distancias entre todos os pares de objetos no conjunto de
treinamento X = {01,...,0n} como uma matriz de dissimilaridade D(nxn). Dj

é a distancia entre o i-€simo e 0 j-ésimo objetos.

2. Defina o espaco de dissimilaridade como um espaco vetorial X por X = D.
Portanto, o i-ésimo objeto € representado por um vetor de dissimilaridade

de valores Djj, onde j = 1,...,n.

3. Treine os classificadores usando os objetos de treinamento representados

no espaco de dissimilaridade.

4. Os objetos do conjunto de teste sdo representados no espaco de
dissimilaridade pelas suas distancias aos objetos no conjunto de
treinamento. A seguir, eles sao fornecidos como entradas do classificador

treinado neste espaco, para obtencao da classificagéo.

4.1.Métricas para representacao por dissimilaridade

Como dito anteriormente, a representacao por dissimilaridade utiliza-se
da dissimilaridade entre pares de objetos. Sendo assim, € necessario que a
métrica de dissimilaridade seja bem escolhida para que haja uma boa
representacédo entre os dados. Neste caso, medidas de distancia entre os
elementos sdo as mais adequadas, por possuirem a caracteristica de serem
simétricas e positivas. A medida mais utilizada € a norma-2 (distancia
euclidiana), no entanto outras medidas podem também ser utilizadas, como:
norma-n, fungéo sigmoide e func¢des radiais. Neste trabalho, duas medidas de
distancia sao utilizadas como funcdes de comparacdo: a norma-2 e uma
medida de distancia elaborada para lidar com problemas de classificacdo e
comparacao de séries, chamada de distancia logica.

Na distancia euclidiana, sendo X o conjunto de treinamento e Y o
conjunto a ser representado, a comparacao entre os dados independe dos
dados em si e de suas qualidades, somente sendo necesséario que X e Y
estejam, a principio, representados no mesmo espaco. Utilizando-se a

distancia euclidiana entre X e Y como fungcéo de comparacéo, ter-se-4 como
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entrada as posicoes de X e y dentro do mesmo espaco. Logo, seja @
o e d oM, onde whov s HQ piBha e Q pBHRQ O
resultado da funcdo de comparacao entre os dados € mostrada pela equacéo

(42) da norma-2 abaixo:

() 0 W 0w W 0w W E o o (42)

Por sua vez, a distancia logica, ou distancia booleana, € uma métrica
desenvolvida para potencializar a comparacdo entre dois dados quaisquer.
Diferentemente do caso euclidiano ou de normas-n, ou outras medidas onde
os atributos dos dados tenham que representar uma posi¢do no espaco, 0
método aqui proposto serve para um atributo de qualquer natureza, desde que
os dados a serem avaliados possuam 0s mesmos atributos, vide adiante.

De forma geral, seja & @B e ® ©MWhHd , onde Gwho N
a A Q pBh eQ pMB QA funcédo de comparacéo entre um dado & e ®

sera regida pela equacao (43) de distancia légica abaixo:

. p .
O y Q (43)
Onde:
o MO0 n wR )
ohs o - F

A primeira equacdo (eq. 43) € a representacdo do objeto gerado
atraves da distancia logica, obtido a partir do valor médio dos atributos obtidos
da segunda equacéo (eq. 44). Se a diferencga entre os atributos estiver dentro

de uma regido definida por -, supde-se que nao ha diferenca entre os

atributos (Q m. Caso contrario, assume-se que ha diferenca entre os

atributos dos dados e faz-se Q p.
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rdenado de n elementos binarios

O resultado € que existe um vetor

'Q hsendo a sua forma determinada pelo resultado da interacéo entre os dois

dados w e w através da funcao de dissimilaridade adotada (eq. 45).

(45)

A métrica logica é obtida extraindo o valor médio dos elementos de
cada vetor |

utilizando-os como atributos para o novo conjunto de dados.

Sendo assim, a representacao por dissimilaridade l6gica sera determinada por
um conjunto de dados de tamanho m x k, onde m representa o nimero de
dados e k o numero de atributos de cada dado, tal que:

O m ®Q
[ (46)

Em outras palavras, o valor da distancia légica entre dois dados é
sempre maior ou igual a zero e menor ou igual a 1. Além disso, ela diminui
quanto maior for a semelhanca entre os dados e aumenta caso contrario. Por
essas razbes, este método apresenta grande vantagem quando se deseja
comparar dados entre si, além do que a regido de operacdo dos dados é

limitada, diferentemente do caso euclidiano.
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5. SISTEMA PROPOSTO

Este capitulo ira abordar o desenvolvimento do sistema proposto, sua
implementacéo, os recursos utilizados e suas etapas de processamento.

O fluxograma do sistema de deteccao de falhas de circuitos pode ser
visto na figura 3. Ele pode ser implementado em um sistema BIST (Built In

Self Test) ou em um sistema ATE (Automatic Test Equipment).

Extracao de
1 2 ASsinaturas 3 4

Pt PAA |

EXCITACAO CIRCUITOH RESPOSTAS CLASSIFICAGE

Knn

( f ( ) Representacaq
Sallen Keymsh ~ por Gauss
Dissimilaridadg
L r—

|
‘ CTSV }: = > I
Sinal Bruto

kmeans
Dimenséao

PRBS 4 Bitp (y PRBS) X Redugéo de
1536

Biquad

Parzen

- PCA

| -t LDA ———
NLR R knn
—_— LPP Multiclasse

Figura 3: Fluxograma do Sistema Detector de Falhas

O funcionamento do detector é dividido em basicamente quatro etapas:
Excitacdo, Resposta, extracdo de atributos e classificacdo, sendo as duas
primeiras etapas relacionadas ao circuito avaliado a terceira etapa, a
representacdo dos dados obtidos, e a quarta etapa, ao processo de deteccéo
em si. Este sistema é estruturalmente semelhante ao sistema adotado por
(LOMBARDI, A., 2011) e (AMARAL, J.L., 2011) em seus estudos de deteccao
de falhas em circuitos. Entretanto, este trabalho implementa alteragbes nas

etapas 1 (excitacéo) e 3 (extragao de atributos).
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5.1.Excitacdo e resposta do circuito através de uma entrada

pseudoaleatoria

A excitacdo é uma funcao de entrada f(t) aplicada a um circuito tal que,
sendo este um circuito linear e invariante no tempo (CLIT), o sinal de resposta

em seus terminais de saida com a funcdo de excita¢do sera:

wo Q0 27Q0 Qt 8Q0 t A&t (47)

Sendo:

o Y(t): a resposta de saida do circuito;

o h(t): funcdo caracteristica do circuito.

Esta resposta da saida do circuito a uma excitacao € dividida em dois
regimes de resposta: o regime transitorio e o regime permanente. No primeiro
caso, a resposta dada existe somente no inicio ou cessar da excitacao,
desaparecendo apés um certo periodo, quando inicia-se o regime permanente
de resposta do circuito, sendo este, periddico. Para o sistema proposto de
deteccado de falhas em circuitos, o sinal de entrada deve excitar o circuito de
forma a fornecer uma resposta que permita uma maior distincdo entre os
sinais de saida que representem falhas, beneficiando a classificacéo. Por isso,
assim como no caso de (LOMBARDI, A., 2011) e (AL-QUTAYRI, M. A,
SHEPHERD, P. R., 1992), ser4 considerada somente a resposta transitoria
do circuito a excitacao utilizada.

As principais funcdes de excitacdo séo funcdes simples cuja resposta
dos CLIT sédo de facil obtencdo e compreenséo tedrica, como: o degrau
unitario, e funcdes alternadas senoidais e func¢des quadradas. (LOMBARDI,
A., 2011) obtém a resposta ao impulso através da derivada da resposta do
circuito ao degrau para a classificacdo pOs extracdo de assinaturas. Esta
estratégia é interessante, pois o0 sinal de resposta do circuito para o impulso é

equivalente a resposta dada por sua propria funcdo de transferéncia,
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caracteristica Unica do circuito. Além do mais, qualquer SLIT pode
teoricamente ser completamente caracterizado pela sua resposta ao impulso
(SINGH ET. AL., 2004).

Apesar dos bons resultados obtidos para a deteccéo, a excitacado por
meio de sinais basicos impde dificuldades para o impulso unitario, que
necessita de um estagio derivador, 0 que pode aumentar a propagacado de
ruidos no sinal de saida. J& quando usamos sinais senoidais, a resposta do
circuito no dominio da frequéncia € limitada. Dos estudos de resposta em
frequéncia de Fourier, é conhecido que as respostas as excitacfes de
sistemas lineares invariantes no tempo sao combinacdes lineares de
respostas do sistema as varias componentes de frequéncias multiplas do sinal
de entrada. Logo, quanto maior a riqueza de componentes de Fourier no sinal
de entrada, maior sera a exposicao do circuito a diferentes componentes de
frequéncia, o que é vantajoso quando desejamos detectar falhas, pois
submetemos os circuitos a diferentes condigbes. Portanto, para efetuar
analise e comparacdes entre CLITs como no caso da deteccdo de falhas
paramétricas, utilizar sinais de excitacdo nao-deterministicos é teoricamente
mais vantajoso do que utilizar sinais deterministicos. Por essa razdo, neste
trabalho ser4 adotado um sinal pseudoaleatério de 4 bits (300es nao-
deterministicos) de excitacao.

As primeiras duas etapas do sistema de deteccdo séo entéo realizadas
ao excitar um circuito por uma entrada pseudoaleatéria de 4 bits, obtendo a

sua resposta em varias faixas de frequéncia.

5.2. Extracao de caracteristicas

Obtida a resposta do circuito a excitacdo pseudoaleatéria, os dados de
resposta possuem grande volume de informacao disponivel o que torna o
processo de deteccdo menos eficiente e mais demorado, visto que o
classificador precisa analisar um maior numero de informacgfes para inferir
resultados, o que ira levar a um aumento de complexidade. Os métodos de
extracdes de caracteristicas de PAA (KEOGH, E., PAZZANI, M., 2000) para
extracdo de assinaturas, de PCA (XIAO, Y., HE, Y., 2011), LDA (XIAO, Y.,
FENG, L., 2012), LPP (HE, X., NIYOGI, P., 2003) para reducéo de dimenséo
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e de representacao por dissimilaridade (DUIN, R.P., ET. AL., 2010; KEOGH,
E., PAZZANI, M., 2000) explicados nos capitulos 3 e 4 sdo empregados na
etapa 3 do sistema proposto.

Uma peculiaridade deste trabalho € a proposta da combinacao entre
esses diferentes métodos de extracdo de caracteristicas. Esse estudo é
representado no fluxograma da figura 3. Para cada circuito analisado sé&o
obtidos 10 diferentes conjuntos de dados a partir da mesma resposta a
excitacdo PRBS4. Estes conjuntos sdo utilizados independentemente para a
deteccdo. O primeiro conjunto € obtido sem nenhum tratamento de extracao,
mantendo a caracteristica do sinal PRBS original; o0 segundo conjunto € obtido
ao realizar a extragao de atributos do sinal de resposta ao PRBS com um PAA;
0s terceiro, quarto e quinto conjuntos sao obtidos ao se realizar a reducédo de
dimensao nos sinais de resposta a PRBS com os métodos PCA, LDA e LPP
respectivamente; os conjuntos 6, 7 e 8 sdo obtidos ao se realizar a extracéo
dos sinais de resposta ao PRBS com o PAA e na sequéncia € aplicada a
reducdo de dimensédo com os métodos utilizados e; por ultimo sédo obtidos os
conjuntos 9 e 10 a partir da representacao de dissimilaridade, com a distancia
euclidiana padrdo e com a distancia légica , proposta neste trabalho,
respectivamente. Cada um destes conjuntos serd utilizado como entrada dos

classificadores na etapa 4.

5.3. Classificagdo dos dados a partir de um comité de classe Unica

A deteccdo é realmente realizada nesta etapa do processo. O
subsistema consiste basicamente em um classificador e do conjunto de dados
pés-extracdo de caracteristicas. Antes da real execucdo da deteccdo, os
dados de resposta do circuito sdo utilizados para o treinamento do
classificador, obtendo o ajuste da sua fronteira de decisdo. A seguir, é
realizada a detecgao para um circuito qualquer, de topologia equivalente aos
circuitos treinados. Nesse caso, a saida do classificador correspondera a
saida do sistema de deteccdo, acusando um determinado defeito ou n&o no
circuito conforme a pertinéncia do dado obtido a fronteira de decisédo do

classificador. A figura 4 ilustra este subsistema:
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Figura 4: llustracdo simplificada do procedimento de classificacéo

Caso deseja-se apenas definir se o circuito apresenta falha ou néo, o
classificador somente ir4 necessitar somente de uma unica classe (LI, X., XIE,
Y., 2013), ndo havendo a identificacdo da falha neste caso. No sistema
proposto, € desejado que a deteccdo ndo sé determine a existéncia ou nao
de falha nos circuitos, como também seja capaz de identificd-las (ou seja, a
especificidade). Neste caso, mais classes serdo necessarias, havendo N
classes de saida para N falhas do circuito.

Existem, entdo, duas possiveis arquiteturas para o classificador na
deteccdo e identificacdo de falhas paramétricas: a primeira delas é a utilizacao
de um classificador multiclasse (Fig. 5A) e a outra arquitetura consiste em
utilizar um comité de classificadores de classe Unica (Fig. 5B). Para o primeiro
caso, este classificador possui um numero de classes igual ao niumero de
saidas, que neste caso representam as N possiveis falhas paramétricas do
circuito estudado. No segundo caso, quando a saida do circuito corresponder
a um sinal da classe i, entdo a saida i mudara o seu estado de falso (0 )
para verdadeiro (0 p) enquanto todas as outras (N 1 1) classes deveréo
adquirir o estado de falso (0 M Q P

Como dito no capitulo 2, a arquitetura de classificadores multiclasse é
bastante eficiente quando existe um conjunto de dados bem definido. Em
outras palavras, os classificadores multiclasse sdo 6timos quando os dados
das diferentes classes séo bem distintos entre si. No caso em que dados entre

duas ou mais classes tém pouca diferenciacdo entre si, as fronteiras de
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deciséo das classes envolvidas tornam-se proximas e, consequentemente, o
classificador fica significativamente suscetivel a classificacéo incorreta. Outro
ponto importante de problemas de classificadores multiclasse é a sua
incapacidade de lidar com dados n&o-previstos durante o treinamento, o que
leva a dois resultados importantes. O primeiro ponto é que este classificador
sempre classificard incorretamente classes nao-previstas, pois necessita
entregar algum resultado para qualquer vetor de atributos aplicado em sua
entrada, respondendo equivocadamente a falha ndo prevista como uma das
classes existentes (LOMBARDI, A., 2011). Em segundo lugar, necessitara
sempre realizar um novo treinamento de todas as suas classes a cada vez

gue uma nova classe ter de ser adicionada ou retirada.
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Figura 5: Classificadores multiclasse (A) e comité de classe Unica (B)

No caso da arquitetura de comité de classe Unica, serdo utilizados N
classificadores de classe Unica no lugar das N classes de um uanico
classificador multiclasse, para deteccéo das falhas. Cada classificador i sera
um especialista para a deteccao dos dados de falhas pertencentes a classe i.
Os classificadores do comité serdo construidos usando os mesmos dados de
treinamento de falhas predefinidas para o treinamento de um classificador
multiclasse, com a diferenca que para uma falha/classe i, apenas os seus
dados serao definidos como target e todos os outros dados das outras (N1 1)
falhas serdo classificados como desconhecidos para o classificador i, o
mesmo ocorrendo para todos os outros (N i 1) classificadores e seus

respectivos dados de falhas.
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Como cada dado de falha esta relacionado exclusivamente a um unico
classificador especialista, isso torna os conjuntos de falhas e as fronteiras de
decisdo independentes entre si para um mesmo espaco de observagao.
Consequentemente, torna-se o detector mais simples, reduz o problema
encontrado com relacdo a proximidade de dados de classes distintas e
atenua-se a incapacidade de lidar com falhas n&o previstas. Uma das
desvantagens do comité de classe Unica deve-se ao fato de que os
classificadores de classe Unica tém que rejeitar uma parcela dos dados
previstos para formarem sua fronteira de decisédo (fracdo de rejeicdo), como
explicado no capitulo 2, sempre existindo um erro minimo de classificacéo.
Mesmo assim, eles sdo competitivos quando comparados aos classificadores
multiclasse. Outra desvantagem € que, no caso dos comités, ao lidar com
dados proximos a k fronteiras de decisdo e sendo cada classificador
independente do outro, todos podem classificar 0 dado como pertencente a
sua respectiva classe de falhas (figura 6). Isto ndo necessariamente
representa um erro, pois se o dado pertence a uma das classes que acusaram
pertinéncia, entdo ele classificou corretamente para uma das classes. E seu
erro para as outras é devido a proximidade do dado com as vérias fronteiras
de decisdo, além da proximidade das vérias fronteiras de deciséo entre si.
Neste caso, dizemos que o comité acusou uma das possiveis classes da qual

o dado pertence.
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Classe(s) | Classe
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Figura 6: llustracéo da sobreposicéo de classes em CCUs, e Tabela 2 descritiva da

figura 6
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Apos a realizacao da classificacdo pelo comité de classe uUnica, a falha
existente ou ndo € acusada e identificada, através da combinacéo obtida do
conjunto de saidas dos classificadores de classe Unica especialistas.
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6. ESTUDO DE CASO

A avaliacao das diferentes arquiteturas de classificadores na detecgéao
de falhas foi realizada em quatro circuitos analogicos diferentes: O filtro passa-
banda Sallen-Key, o filtro universal (CTSV 1 Continuous Time State-variable),
o filtro passa-alta ativo Biquad (BIQUAD 1 Four Opamp Biguad Highpass
Filter) e Retificador nado-linear. Os procedimentos para a realizacdo das
avaliacbes sdo aqueles explicados no capitulo 5, os quais requerem a
obtencéo dos conjuntos de treinamento e teste.

Os conjuntos de treinamento e teste sdo obtidos em duas etapas
diferentes. Primeiramente, o circuito a ser avaliado € modelado na plataforma
de simulacéo do LTSpice para avaliacédo, simulacdo e modelagem de circuitos
eletrOnicos, onde séo realizadas K simulagdes por circuito, para cada conjunto
de treino e teste e sendo 2.K o numero total de simula¢ges realizadas. A
geracdo dos dados de cada classe é realizada através da varredura dos
parametros associados a falha correspondente, sendo cada parametro do
circuito definido como o valor de cada componente do circuito fora das suas
especificacdes. Logo, os parametros de cada classe tém como referéncia
para a existéncia da falha os dados fora do intervalo de tolerancia do
componente associado. Essa varredura é realizada por meio de um ensaio de
Monte-Carlo do circuito, variando o valor do parametro (componente) da
classe correspondente na regido especificada em um total de 300 ensaios,
tendo-se 300 dados por cada classe do circuito e um numero total de classes

de cada circuito de 0 — classes.

Na segunda etapa é realizada a transferéncia dos dados obtidos nas
simulacdes do LTSpice para a plataforma MATLAB. A transferéncia é feita
realizando-se a converséo dos dados de falhas para o formato do MATLAB,
para cada conjunto de treino e teste. Cada um destes conjuntos é obtido em
simulagbes independentes, existindo um arquivo de dados para cada
(respectivo) conjunto, sendo necessario repetir o procedimento para cada um
separadamente.

Ao se obter os dados das simulagfes das respostas a excitacao

pseudoaleatoria de 4bits, implementadas no LTSpice, transfere-se as
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mesmas para o MATLAB. A resposta a entrada pseudoaleatéria sera
chamada de sinal bruto. Durante a transferéncia entre as plataformas séo
gerados novos conjuntos para todos os métodos de extracdo de atributos que
serdo utilizados neste trabalho, a partir dos conjuntos de dados de sinais
brutos. Nos casos em que se realiza PAA, a configuracéo do parametro deste
método € feito anteriormente a validacdo por sua curva de erro de
reconstru¢ao. Nos demais casos, 0S Novos conjuntos sao obtidos com uma
configuracdo de parametros realizada por validacdo cruzada de 10 pastas
para cada classificador, realizada com os dados de sinal PRBS de treinamento
de cada circuito. Para os conjuntos de teste destes métodos de extragcdo de
atributos, sdo utilizados os parametros obtidos da validacdo cruzada dos
dados de treinamento de cada caso correspondente. A figura 7 descreve este

procedimento:

5} Erro de
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Figura 7: Esquema de obtencéo dos conjuntos de dados

Quanto a identificacdo das falhas em seus componentes, elas podem

ser divididas, basicamente, em trés categorias:

1. As falhas podem ser simples e ocorrerem em apenas um componente
por vez;

2. Podem ser multiplas e mais de um componente apresentar falha
simultaneamente; ou

3. Pode nao haver falha em nenhum dos componentes (comportamento

normal).
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A falha paramétrica em cada componente, por sua vez, esta
relacionada a duas possiveis caracteristicas independentes: o componente
pode estar com valor acima do limite de tolerancia especificado, com valor
abaixo do limite de tolerancia especificado. (LOMBARDI, A., 2011) e
(AMARAL, J., 2011), consideram cada uma destas caracteristicas como uma
classe independente da outra. Neste trabalho, também, cada caracteristica
determinara uma classe diferente de falhas, pois tais caracteristicas refletem
diferentes respostas do circuito em falha.

Logo, para cada componente passivo e paramétricol, havera duas
classes de falhas associadas, sendo o numero de falhas simples definido pelo
dobro do nimero de componentes deste tipo no circuito:

O C8J (48)

Com relacdo a quantidade de falhas multiplas (O ), a
possibilidade de sua existéncia no circuito depende do numero de
componentes que ele possui. Definindo-se K o numero de componentes
passivos e paramétricos de um circuito C, o numero i de componentes a
apresentar defeito simultaneamente neste circuito, para i = 2,3,..,k
componentes, estando ainda cada componente associado a duas classes de
falhas distintas, é definido pela combinacdo de todas as possiveis e distintas
falhas. Assim o numero de falhas multiplas é igual a soma de todos as
combinac¢des de falhas nos componentes, para i = 2,...,k componentes, com

falhas simultaneas:

O ¢8 0 (49)

Por sua vez, para o terceiro caso aqui considerado, a ndo existéncia de

falha esta relacionada a uma situacdo especifica: quando todos os

! Passivo e paramétrico (PP): todo componente passivo em um circuito cujo funcionameritidodef

por um parametro varidvel em intervalos. Ex.: resistores, capacitores e indutores sdo passivos e
paramétricos. Um diodo ndo é passivo e paramétrico, pois funciona como uma chave (circuito aberto
Ou curto circuito), o que permite somente existiremhia$ catastréficas em seu caso.
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componentes do circuito tiverem seus valores dentro dos limites normais de

funcionamento. Logo:

"0 P (50)

Isso permite que se defina o nimero total F de classes de falhas de um

circuito, como:

"0 ¢80 5  p (51)

Da equacédo acima, vé-se que, mesmo para pequenos valores de K, o
namero de classes F é grande, principalmente devido as falhas simultaneas.
No entanto, o comportamento destas ndo € independente e tende a
acompanhar o comportamento anormal de um dos componentes. Devido a
essa caracteristica, neste trabalho focar-se-4 nas classes apenas para as
falhas simples dos circuitos, reduzindo o numero de classes de falhas de cada

circuito para:

O ¢ p (52)

Dessa forma, por meio da equacéo (52), tem-se o numero de classes
de falhas a ser utilizado para cada circuito, os quais sdo apresentados na
tabela 3. Por fim, € importante dizer que somente 0s componentes passivos e
paramétricos sdo considerados para a geracdo de classes, e nem todos eles

sdo analisados em todos 0s circuitos:



Tabela 3: Tabela de relacdo n° de classes X n°® componentes

Numero de Numero de Numero de
Circuito Componentes | classes de falha classes de
PP simples total falhas utilizado
Sallen-Key 7 15 11
CTSV 9 19 19
Biquad 12 25 13
Retificador . 1 1
nao-Linear
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Conhecendo-se o0 niumero de classes a ser utilizado para cada circuito,

pode-se entédo iniciar o estudo de cada caso abordado neste trabalho.
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6.1.Circuito Sallen-Key
6.1.1. Desempenho

Este € um circuito passa-banda ativo de 22 Ordem, projetado neste
trabalho com 1 amplificador operacional como o coragcdo do circuito, 5
resistores e 2 capacitores, a qual é a configuracdo mais basica deste tipo de
arquitetura. A sua arquitetura é mostrada na figura 8 e sua funcdo de
transferéncia € definida na equacéo (53). Este € o principal circuito utilizado
no estudo de deteccdo de falhas, devido a sua baixa sensibilidade aos
parametros passivos do circuito jA tendo sido previamente avaliado por
(AMARAL, J.L., 2011; LOMBARDI, A., 2011; LI, X., XIE, Y., 2013; XIAO, Y.,
HE, Y., 2011; XIAO, Y., FENG, L., 2012).

R2 3k
AAYAY
vi R1 1k C1 5n
+
ATAVAY || VO
-
R3 -
— C2 2k
on AWMV
R4 RS 4k
4K ?

w
o T . (53)

A tabela 4 abaixo identifica 0s componentes a serem analisados e suas

respectivas classes durante a classificagao:



Tabela 4: Componentes com falha e suas respectivas classes, Sallen-Key

Componente | Falha Associada | Respectiva Classe
R1+ 1
R1
R1- 2
R2+ 3
R2
R2- 4
R3+ 5
R3
R3- 6
Cl+ 7
C1
C1l- 8
C2+ 9
Cc2
C2- 10
NoFail 11
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Um classificador multiclasse knn foi utilizado para fins de comparacao

e analise dos resultados fornecidos do classificador de classe Unica, como

demonstrado na figura 3 no capitulo 5. A tabela 5 adiante mostra tais

resultados:
Tabela 5: Resultado de classificagcdo multiclasse, Sallen-key
Classe Dados Taxa de Dados Taxa de
Corretos acertos Incorretos Erro
1 300 100,00% 0 0,00%
2 300 100,00% 0 0,00%
3 300 100,00% 0 0,00%
4 300 100,00% 0 0,00%
5 300 100,00% 0 0,00%
6 300 100,00% 0 0,00%
7 300 100,00% 0 0,00%
8 300 100,00% 0 0,00%
9 300 100,00% 0 0,00%
10 300 100,00% 0 0,00%
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11 300 100,00% 0 0,00%
Total: 3.300 100,00% 0 0,00%

Na figura 9, apresentam-se os resultados dos comités de classe Unica
na classificacdo do circuito Sallen-Key. Neste caso, o classificador que
apresentou a melhor desempenho foi o kmeans. Dois conjuntos de resultados
sdo apresentados de um mesmo classificador: seu desempenho
desconsiderando todas as sobreposicbes em cor escura e em cor clara o
desempenho considerando os dados sobrepostos em até 2 classes. Neste
caso, o grafico analisado mostra os resultados para o conjunto de dados de
sinal bruto, ou seja, dados de resposta a excitacdo ao PRBS. O resultado do
desempenho do classificador multiclasse (knnc) também foi inserido para fins
de comparacdo, encontrando-se em cor distinta da utilizada para os
classificadores de classe Unica. Maiores detalhes e resultados de

desempenho de cada conjunto de dados pré-processado seguem nos anexos

lell
Desempenho PRBS, Salkery
100,00% F |
o =X
— =il S E
98,00% - < S S c Elm
o ) AN < E
96,00% - o & & -
(o))
94,00% - § L
,g H Sem sobreposicao
92,00% - [ Sobrepos. De 2 classe
90,00% - —
88,00% - —
86,00% - ——
Gauss Knn Kmeans Knnc

Figura 9: Desempenho para o Sallen-key com o sinal PRBS (Parzen né&o classificou)
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A tabela 6 mostra os resultados do classificador com o melhor
desempenho anterior, com relacdo a distribuicdo dos dados em cada classe.
Comparado com o desempenho do multiclasse, pode-se dizer que ha a
equivaléncia entre os dois classificadores, pois 0 CCU apresenta uma rejeicéo
minima, o que em nNosso caso sdo 3 circuitos de cada classe, totalizando 33
circuitos propositalmente rejeitados, fato que ainda é superado para as
classes 6 e 11. Em segundo lugar, nenhum dos dados nao classificado foi
erroneamente colocado em outra classe, como aconteceria no caso do
multiclasse, e sim foram rejeitados como dados desconhecidos, o que nao

representa erro do classificador (visto que ele n&o classificou).

Tabela 6: Distribuicdo dos dados para o melhor classificador do Sallen-key para a curva

PRBS
Taxa de Taxa Taxa de
Classe Dados acertos Dados de Desconhecidos | Desconhecidos
Corretos Incorretos
erros
1 295 95,67% 0 0,00% 5 1,67%
2 298 97,67% 0 0,00% 2 0,67%
3 299 98,33% 0 0,00% 1 0,33%
4 295 97,00% 0 0,00% 5 1,67%
5 297 97,00% 0 0,00% 3 1,00%
6 280 99,33% 2 0,67% 1 0,33%
7 296 99,00% 0 0,00% 4 1,33%
8 78 26,00% 3 1,00% 7 2,33%
9 294 97,67% 0 0,00% 6 2,00%
10 296 98,67% 0 0,00% 4 1,33%
11 297 99,33% 0 0,00% 3 1,00%
51 (6 e 8) 229 38,17% 0 0,00% 0 0,00%
Total: 3.254 98,61% 5 0,15% 41 1,24%

O Sallen-Key apresenta além da robustez quanto as variacdes de
parametros, variagcdes bem definidas entre os diferentes parametros de sua
topologia, 0 que € benéfico para este trabalho que busca identificar as
diferencas entre as variacdes dos diversos componentes, caracteristica que

sera evidenciada como importante na analise do préximo circuito. Mesmo para
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o conjunto de dados formado somente pela excitacdo basica, ja se demonstra
suficiente para efetuar a classificagéo das falhas simples no Sallen-key, seja
para o classificador multiclasse ou para o comité de classe Unica. Quanto a
observacdo do desempenho entre os dois tipos de classificadores, pode ser
observado pelas tabelas 4 e 5 e pela figura 9 que o desempenho de
classificacdo entre ambos é praticamente equivalente do ponto de vista
qualitativo. Quantitativamente, o classificador multiclasse tem uma minima
superioridade frente aos CCUs para este circuito. Esse fato esta diretamente
relacionado a limitacdo do classificador de classe Unica quanto a sua fracédo
de rejeicdo (necesséaria para a implementacdo e execucdo deste tipo de
classificador). Entretanto, os CCUs podem lidar com o problema de classes

nao previstas, enquanto o multiclasse ndo é capaz disto.

6.1.2. Sobreposicao de classes

O circuito Sallen-Key nédo apresentou muitos problemas com
sobreposicoes de classes. Este € um circuito que possui uma variacdo bem
definida entre os seus parametros e grande robustez, o que o faz ter uma
classes bem definidas.

Os Uunicos pares de classes em sobreposicdo a surgirem em uma
classificacdo no Sallen-Key foram as sobreposi¢cdes entre as classes 6 e 8.

Na figura 10, é possivel observar a disposicéo destas classes entre si.
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Curvas de resposta, classes 6 e 8, Sallen-Key.

5t 1 1 1 1 1 -
50 100 150 200 250
Dados, Classe 6 (Azul) e classe 8 (Vermelho).

Figura 10: Curvas de sobreposicéo, classes 6 e 8, Sallen Key

A sobreposicao entre as classes 6 e 8 deste circuito ocorre somente
em alguns pontos das curvas de resposta, porém, mantendo uma regiao
minima de fronteira entre elas, existindo somente uma proximidade muito
grande entre os dados das classes. Este tipo de sobreposicdo permite a
discriminacgao entre as classes pelos classificadores e, ndo ocorre na maioria

das classificagcbes deste circuito, a classificacao incorreta dos dados.

6.1.3. Influéncia da representacdo de dados na sobreposicao

A fim de analisar o comportamento de cada classificador e a influéncia
do tratamento dos dados de entrada para classificagdo com os métodos de
representacéo de dados, foi observado o comportamento de cada um para
cada tipo diferente de representacédo de dados realizada. A figura 11 mostra
o desempenho do classificador gaussiano no circuito Sallen-key, para cada

método utilizado para representar os dados.



70

Desempenho Sallekey- Gauss
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Figura 11: Desempenho por representacéo de dados, classificador Gauss, Sallen-Key

Para o método gaussiano, o Sallen-key apresentou um bom

desempenho para a maior parte dos métodos de representacéo
apresentados, até mesmo no caso do sinal bruto PRBS. O método PAA foi o
gue apresentou melhor desempenho, como mencionado anteriormente, tanto
sem guanto com sobreposicdo. Gragas a robustez apresentada por este
circuito, a classificacdo apresenta bom desempenho para os casos onde a
representacdo dos dados é feita pela extracao de atributos, o que explica os
melhores desempenhos do PAA, da dissimilaridade euclidiana e da
dissimilaridade logica. No caso dos métodos de reducdo de dimensao, tem-
se um desempenho inferior pelo fato de reorganizarem os dados, interferindo
no modelo estatistico obtido pelo Gauss.

Conforme indicado na figura 12, para o caso do knn, o PAA ainda se
mostra o melhor método de representacdo para os dados com sobreposicao,
mas apresenta desempenho inferior ao do sinal bruto para o caso sem
sobreposicao. Para os casos de reducao de dimenséo, ndo houve um bom
salvo o LDA. Para o caso das

desempenho, representacdes por

dissimilaridade, somente a euclidiana obteve um desempenho satisfatorio.
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Desempenho Sallekey- Knn
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Figura 12: Desempenho por representacao de dados, classificador knn, Sallen-Key

Para o caso do classificador kmeans no circuito Sallen-Key, ha uma
certa perda de dados em sobreposicéo, apresentando um desempenho 6,94%
inferior entre 0 caso sem sobreposicdo para 0 caso com sobreposi¢cdo da
classificacdo do sinal bruto, no caso da extracdo de assinaturas, o PAA se
equipara com a classificagdo bruta, ficando somente 1,55% inferior a
representacéao pelo sinal bruto sem sobreposicao de classes, e apenas 0,03%

inferior no caso com sobreposicao.
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Desempenho Sallekey- kmeans
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Figura 13: Desempenho por representacao de dados, classificador kmeans, Sallen-Key

Um dos métodos que se sobressairam estd na reducao de dimensao.
Embora a maioria dos métodos desta categoria tenha apresentado fraco
desempenho neste circuito, 0 método LDA mostrou ser uma excec¢ao neste
caso. Além de ter apresentado desempenho equivalente aos dos melhores
métodos no caso com sobreposicdo. Ele também apresentou o melhor
desempenho para o0 caso sem sobreposi¢cdo, tendo somente 0,8% de
diferenca na sua classificagdo entre os dois casos. Para o caso da
combinacdo entre a extracdo de assinaturas com reducdo de dimenséo,
somente para o caso do PAA+LPP houve um desempenho satisfatério, tendo
um bom desempenho para ambos os casos de classificacdo. J& no caso da
representacdo por dissimilaridade, ambos o0s casos apresentaram
desempenhos bons, mas um desempenho menor para 0S casosS sem
sobreposi¢cao ao compara-los com 0 mesmo caso para o sinal bruto, com uma
diferenca entre os dois casos de 8,91% para a dissimilaridade euclidiana e de

6,79% para a dissimilaridade logica.
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Para o Parzen, houve grande variag&do entre os resultados: para o sinal
bruto, o classificador ndo consegue realizar a classificagdo, o mesmo
acontecendo na dissimilaridade euclidiana. O método do PAA consegue
manter o bom desempenho, apresenta um dos melhores resultados, e
mantém o mesmo resultado entre os dois casos de sobreposicdo. Os métodos
de reducéo de dimensédo também apresentaram um fraco resultado para este
classificador, a excecdo do LDA para o caso com sobreposi¢do. A combinacao
dos métodos PAA+DR mostrou ter sido benéfica neste caso, pois dois dos
trés casos mostraram um bom desempenho com relacéo a este classificador,
com excecao da representacdo PAA+LPP, que no caso sem sobreposicéo

teve um fraco desempenho.

Desempenho Sallekey- Parzen

m Sem sobreposicdor Sobrepos. De 2 classes
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PAA PCA LDA LPP PAA+PCARAA+LDAPAA+LPP Dissim.
Légica

Figura 14: Desempenho por representacdo de dados, classificador Parzen, Sallen-Key

Nos casos das representacdes por dissimilaridade, ambas as técnicas
apresentaram resultados insatisfatorios no Parzen para o Sallen-key. Nao
sendo possivel a classificacdo dos dados tratados com a dissimilaridade
euclidiana e apresentando um desempenho de aproximadamente 50% para a

dissimilaridade logica.
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6.1.4. Desempenho para a representacdo de dados

Além da avaliag&o do circuito realizada para o sinal PRBS, também foi
verificado o comportamento deste circuito quando sdo aplicadas técnicas de
representacdo de dados, com o objetivo de potencializar a diferenciacdo entre
as diferentes classes. Na figura 15 € possivel observar os resultados de
desempenho de cada classificador para o método de representatividade que

obteve o melhor desempenho com o mesmo.

Desempenho para o melhor método,
SallenKey
100,00% — = = — < I
90,00% ) 2 & e S Bl
L % & o Y~
80,00% o) 0 o = Skl
70,00% ® ? ? .
60,00% - —
50,00% - B Sem sobreposicéo
40,00% - -
20 oo; [ Sobrepos. De 2 classe
’ 0
20,00% - —
10,00% - —
0,00% - —
Gauss Knn (PAA) Kmeans Parzen Knnc
(PAA+LPP) (PAA) (PAA+LPP)

Figura 15: Curva de desempenho para os melhores métodos, circuito Sallen-key

O melhor classificador foi 0 knn para a representacdo de dados em
PAA. A tabela 7 mostra a distribuicdo dos dados nas classes para o melhor

classificador com a melhor representacao de dados para o circuito Sallen-key.
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Tabela 7: DistribuicAo dos dados para o melhor classificador na melhor sua melhor
representacao, Sallen-key

Taxa de Taxa Taxa de
Classe Dados acertos Dados de Desconhecidos | Desconhecidos
Corretos Incorretos
erros
1 291 97,00% 0 0,00% 9 3,00%
2 295 98,33% 0 0,00% 5 1,67%
3 299 99,67% 0 0,00% 1 0,33%
4 298 97,00% 0 0,00% 2 0,67%
5 294 98,00% 0 0,00% 6 2,00%
6 299 99,67% 4 1,33% 1 0,33%
7 300 100,00% 0 0,00% 0 0,00%
8 135 45,00% 0 0,00% 2 0,67%
9 295 98,33% 0 0,00% 5 1,67%
10 294 98,00% 0 0,00% 6 2,00%
11 297 99,00% 0 0,00% 3 1,00%
51(6e8) 159 26,50% 0 0,00% 0 0,00%
Total: 3.256 98,67% 4 0,12% 40 1,21%
Da tabela 7 acima €& possivel constatar pouca diferenca de

desempenho, comparando ao desempenho com o sinal bruto. E possivel ver

uma leve melhora de desempenho do knn quanto a situacdo em que ndo séo

aceitas quaisquer sobreposi¢des, indicando uma possivel afinidade do

meétodo de representacdo em questdo para o classificador quanto a melhorar

a discriminacdo dos dados de diferentes classes. O classificador multiclasse

nao mostrou diferenca de desempenho entre o sinal bruto PRBS e o

tratamento do sinal neste circuito, repetindo o desempenho maximo

apresentado para o primeiro caso. Isto € justificado pelas caracteristicas de

estabilidade, poucas similaridades e nenhuma sobreposicdo de classes das

respostas deste circuito.
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6.1.5. Desempenho para classes néo previstas

Nesta parte foi estudado como cada tipo de classificador se
comportaria frente a um problema imprevisto do circuito. Para esta parte do
estudo, um novo conjunto de dados de falhas foi gerado para avaliagdo com
todas as 11 classes estudadas até entdo, 4 classes de falhas mdltiplas do
Sallen-key, e mais 3 novas classes de falhas desconhecidas. A relagao entre
componentes e classes previstas e ndo previstas é apresentada na tabela 8.
Os classificadores serdo avaliados com o treinamento somente das 11

classes de falhas anteriores.

Tabela 8: Tabela de falhas ndo previstas, Sallen-Key

Componente | Falha Associada | Respectiva Classe

R1+ 1

R1
R1- 2
R2+ 3

R2
R2- 4
R3+ 5

R3
R3- 6
Cl+ 7

C1
C1l- 8
C2+ 9

Cc2
C2- 10
NoFail 11
(R1+, C1+) 12

M1
(R1-, C1-) 13
(R1+, C1-) 14

M2
(R1-, C1+) 15
X1 16
X2 17
X3 18
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Neste experimento, somente o sinal PRBS foi utilizado. Na tabela 9
abaixo sao apresentados os resultados obtidos pelo classificador multiclasse
para a avaliacdo de classes imprevistas. Como pode ser visto, a avaliagdo
errada deste classificador é inevitavel pelo fato de ndo lidar com dados fora

do treinamento.

Tabela 9: Resultados do multiclasse para falhas néo previstas, Sallen-Key

Classe Dados Taxa de Dados Taxa de
Corretos acertos Incorretos Erro
1 300 100,00% 0 0,00%
2 300 100,00% 0 0,00%
3 300 100,00% 0 0,00%
4 300 100,00% 0 0,00%
5 300 100,00% 0 0,00%
6 300 100,00% 0 0,00%
7 300 100,00% 0 0,00%
8 300 100,00% 0 0,00%
9 300 100,00% 0 0,00%
10 300 100,00% 0 0,00%
11 300 100,00% 0 0,00%
12 0 0,00% 300 100,00%
13 0 0,00% 300 100,00%
14 0 0,00% 300 100,00%
15 0 0,00% 300 100,00%
16 0 0,00% 300 100,00%
17 0 0,00% 300 100,00%
18 0 0,00% 300 100,00%
Total: 3.300 61,11% 2.100 38,89%

Adiante, sao apresentados os graficos de desempenho de cada
classificador para a avaliacdo com falhas imprevistas no circuito Sallen-key
(figura 16). Sendo os CCUs capazes de lidar com as classes nao previstas,

seu desempenho é mantido enquanto o desempenho do multiclasse diminui.
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Figura 16: Desempenho dos classificadores para falhas néo previstas com sinal PRBS,
Sallen-key (Parzen nao classificou)

Para este caso, o classificador que obteve o melhor desempenho foi o

kmeans. A tabela 10 mostra os resultados detalhados deste classificador com

falhas n&o previstas.

Tabela 10: Resultados da Classificagdo dos CCUs no sinal PRBS para falhas néo previstas, Sallen-

key
Taxa
Classe Dados Taxa de Dados de Desconhecidos Taxa de.
Corretos | acertos | Incorretos Desconhecidos
erros
1 295 98,33% 0 0,00% 5 1,67%
2 298 99,33% 0 0,00% 2 0,67%
3 299 99,67% 0 0,00% 1 0,33%
4 298 99,33% 0 0,00% 2 0,67%
5 295 98,33% 0 0,00% 5 1,67%
6 257 85,67% 0 0,00% 2 0,67%
7 297 99,00% 0 0,00% 3 1,00%
8 44 14,67% 4 1,33% 6 2,00%
9 295 98,33% 0 0,00% 5 1,67%
10 297 99,00% 0 0,00% 3 1,00%
11 296 98,67% 0 0,00% 4 1,33%
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(65e18) 287 95,67% 0 0,00% 0 0,00%
12 0 0,00% 0 0,00% 300 100,00%
13 0 0,00% 0 0,00% 300 100,00%
14 0 0,00% 0 0,00% 300 100,00%
15 0 0,00% 0 0,00% 300 100,00%
16 0 0,00% 0 0,00% 300 100,00%
17 0 0,00% 0 0,00% 300 100,00%
18 0 0,00% 0 0,00% 300 100,00%

Total: 3.258 60,33% 4 0,07% 2.138 39,59%
Total
n&o 3.258 98,73% 4 0,12%

rejeitado

Observando os resultados obtidos para o multiclasse e os CCUs nas
tabelas 9 e 10 e na figura 16, comprova-se a incapacidade do classificador
multiclasse em classificar falhas néo previstas. Em contrapartida, os CCUs
mantém seus desempenhos quando definem os dados ndo previstos como
falhas desconhecidas e assim obtém a superioridade para a classificacdo com

dados desconhecidos neste circuito.

6.1.6. Comparacao com o multiclasse

No classificador multiclasse houve um desempenho excelente para
todos os tipos de representacédo de dados na classificacdo do circuito Sallen-
key; onde o pior caso, no LPP, houve um erro de apenas 0,55% na
classificacdo, ou 18,15 de 3300 circuitos avaliados. Para o caso do Sallen-
Key, nenhum resultado do multiclasse foi inferior ao resultado do comité de
classe Unica na respectiva representacao dos dados. O que mostra que, para
0 caso de circuitos com classes de falhas bem definidas e com pouca
sobreposicdo, o desempenho do multiclasse € excelente e ndo pode ser

superado pelo comité de classe Unica.
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Figura 17: Desempenho multiclasse x CCUs, Sallen-Key
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6.2.Filtro Universal (CTSV)
6.2.1. Desempenho

Este € um circuito projetado com 3 amplificadores operacionais em sua
parte ativa, 7 resistores e 2 capacitores, totalizando 9 componentes passivos
e 12 componentes no total. A sua arquitetura € mostrada na figura 18 e sua
funcdo de transferéncia € definida na equacdo (54). Depois do Sallen-Key,
este € um dos principais circuitos utilizados no estudo de deteccéo de falhas
pelos mesmos motivos do Sallen-Key. Este circuito também é utilizado como
benchmark no trabalho realizado por (KALPANA, P., GUNAVATHI, K., 2009).

| ]
10 k Ohm
RATAY
R2 1 2
10k Ohm 20k 20 n¥ BPO
Rkl |_4p_.
Vi 10k Chm E4

}_
> 10k Ohm
;

Figura 18: Filtro Universal (CTSV)

A )8 54
W 0 0 (54)

O circuito CTSV apresentou muita estabilidade e similaridade nas suas
respostas em relacdo as variagdes dos parametros do circuito, o que dificulta

a deteccdo das falhas para estes parametros e, por esta razdo, foram
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analisadas as classes de falhas de todos os componentes, totalizando 19

classes de falhas:

Tabela 11: Componentes com falha e suas respectivas classes, CTSV

Componente | Falha Associada | Respectiva Classe

R1+ 1

R1
R1- 2
R2+ 3

R2
R2- 4
R3+ 5

R3
R3- 6
R4+ 7

R4
R4- 8
R5+ 9

R5
R5- 10
R6+ 11

R6
R6- 12
R7+ 13

R7
R7- 14
Cl+ 15

C1
C1- 16
C2+ 17

C2
C2- 18
NoFail 19

Assim como no Sallen-Key, um classificador multiclasse knn foi

utilizado para fins de comparacdo e analise dos resultados fornecidos pelo

classificador de classe Unica. A tabela 12 mostra os resultados obtidos pelo

classificador multiclasse para a deteccao de falhas no circuito CTSV.



Tabela 12: Resultado de classificagdo multiclasse, CTSV
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Classe | Dados Corretos | Taxa de acertos | Dados Incorretos Ta;ra:ode
1 300 100,00% 0 0,00%
2 300 100,00% 0 0,00%
3 300 100,00% 0 0,00%
4 300 100,00% 0 0,00%
5 190 63,33% 113 37,67%
6 169 56,33% 126 42,00%
7 147 49,00% 139 46,33%
8 160 53,33% 106 35,33%
9 300 100,00% 0 0,00%
10 300 100,00% 0 0,00%
11 300 100,00% 0 0,00%
12 300 100,00% 0 0,00%
13 300 100,00% 0 0,00%
14 300 100,00% 0 0,00%
15 187 62,33% 110 36,67%
16 174 58,00% 131 43,67%
17 161 53,67% 153 51,00%
18 194 64,67% 140 46,67%
19 300 100,00% 0 0,00%

Total: 4.682 82,14% 1.018 17,86%

Os resultados dos comités de classe Unica na classificacdo do circuito

CTSV sao mostrados adiante na figura 19. Os classificadores que

apresentaram melhor desempenho foram o0 gaussiano, no caso sem

sobreposicdo, e o knn para o caso com sobreposicdo. Os resultados

mostrados referem-se ao desempenho na classificacdo para a sobreposicéo

de até duas classes. O grafico analisado mostra os resultados para o conjunto

de dados de sinal bruto, ou seja, dados de resposta a excitagdo ao PRBS.
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E perceptivel o baixo desempenho na classificacéo do comité de classe
Unica no circuito CTSV, nos casos sem a sobreposi¢céo de 2 classes. Isso se
deve a existéncia de classes extremamente sobrepostas neste circuito, algo
gue néo pode ser bem percebido na comparacdo de desempenho entre 0s
comités e o multiclasse, pois no segundo caso a diferenca de desempenho é
menor do que nos CCUs. Isto acontece com menor severidade para o
multiclasse porque este tipo de classificador ndo aceita sobreposicoes e
precisa entregar um unico resultado, o que neste caso acaba por inferir
corretamente a maior parte das classes, embora de forma totalmente sorteada
e, ainda assim, seu desempenho também é claramente prejudicado. Além
disso, a analise mostra um melhor desempenho dos CCUs frente ao
multiclasse para esses casos onde existem a sobreposicdo de classes, ja que

0os CCUs permitem a existéncia da sobreposicdo, enquanto o multiclasses

nao.
Desempenho CTSWRBS
100,00% — —
[£] 8 S
90,00% g - S
(o2
80,00% & > & <l
<
70,00% - |
&
60,00% - —
50,00% - - mSem sobreposi¢ao
40,00% . [Sobrepos. De 2 classe
30,00% - —
20,00% - —
10,00% - —
0,00% - —
Gauss Knn Kmeans Knnc

Figura 19: Desempenho para o CTSV no PRBS (o classificador Parzen ndo conseguiu
classificar)

O classificador que obteve o melhor resultado neste caso foi o knn. A
tabela 13 a seguir mostra os resultados do classificador com o melhor
desempenho anterior com relacéo a distribuicdo dos dados de cada classe. E

possivel observar uma forte correlacdo entre os grupos de classes (5,15),
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(6,16), (7,17) e (8,18), indicando que a possivel confusdo de classes esta

entre estes pares.

Tabela 13: Distribuicdo dos dados para o melhor classificador do CTSV para a curva PRBS

Classe Dados Taxa de Dados Taxa de Desconhecidos Taxa de
Corretos acertos Incorretos erros desconhecidos

1 298 99,33% 0 0,00% 2 0,67%

2 299 99,67% 0 0,00% 1 0,33%

3 293 97,67% 0 0,00% 7 2,33%

4 299 99,67% 0 0,00% 1 0,33%

5 0 0,00% 0 0,00% 0 0,00%

6 0,00% 0 0,00% 0 0,00%

7 0,00% 1 0,33% 0 0,00%

8 0 0,00% 2 0,67% 1 0,33%

9 295 98,33% 0 0,00% 5 1,67%

10 300 100,00% 0 0,00% 0 0,00%

11 295 98,33% 0 0,00% 5 1,67%

12 295 98,33% 0 0,00% 5 1,67%

13 298 99,33% 0 0,00% 2 0,67%

14 295 49,17% 0 0,00% 5 1,67%

15 2 0,33% 0 0,00% 1 0,33%

16 5 1,67% 2 0,67% 0 0,00%

17 6 2,00% 1 0,33% 2 0,67%

18 0 0,00% 1 0,33% 2 0,67%

19 297 99,00% 0 0,00% 3 1,00%
16419 (5 e 15) 597 99,50% 0 0,00% 0 0,00%
8219 (6 e 16) 593 98,83% 0 0,00% 0 0,00%
4119 (7 e 17) 590 98,33% 0 0,00% 0 0,00%
2069 (8 e 18) 594 99,00% 0 0,00% 0 0,00%
Total: 5.651 99,14% 7 0,12% 42 0,74%

6.2.2. Sobreposicéo de classes

Da ultima tabela, é possivel notar claramente que os dados entre as

classes5e 15,6 e 16,7 e 17 e 8 e 18 sdo os responsaveis pelo desempenho

inferior ao se classificar sem a tolerancia de sobreposicdo. Os graficos das
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figuras 20 confirmam esta afirmacédo. Eles mostram todas as curvas das
trezentas respostas dos dados para o circuito CTSV nas respectivas classes
identificadas e seus correspondentes de sobreposicdo, no mesmo grafico.
Estes graficos foram feitos baseados nas informacdes obtidas anteriormente
e, como pode ser observado, a diferenca entre os elementos de cada par de

dados é praticamente nula.

Curvas de resposta, classes 5 e 15, CTSV. 1 ICurvas dle respostla, classels 6e16, (?TSV.

600 700 800 900 1000 1100 500 600 700 800 900 1000 1100
Dados, Classe 5 (Azul) e classe 15 (Vermelho). Dados, Classe 6 (Azul) e classe 16 (Vermelho).

(A) Sobreposicéo entre as classes 5 e 15 (B) Sobreposicéo entre as classes 6 e 16

(C) Sobreposicéo entre as classes 7 e 17 (D) Sobreposicéo entre as classes 8 e 18

Figura 20: Curvas de resposta das classes sobrepostas, CTSV

Dessa forma, observa-se que ndo ha como distinguir os respectivos

pares de classes de classes entre si, sendo valida a unido entre as classes

























































































































































































































































































































































































































































